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Abstract

Die Vorhersage der Laufzeit von Dateizugriffen im Hochleistungsrechner ist wichtig
fiir die Entwicklung von Analysewerkzeugen, die Wissenschaftler bei der effizienten
Nutzung der gegebenen Ressourcen unterstiitzen konnen.

In dieser Bachelorarbeit wird das parallele Dateisystem eines Hochleistungsrechners
analysiert und unter dem Einsatz kiinstlicher neuronaler Netze werden verschiede-
ne Ansitze zur Modellierung der Ein-/Ausgabe-Leistung entwickelt und getestet.
Dabei erreichen die entwickelten kiinstlichen neuronalen Netze bei der Vorhersage
von Zugriffszeiten geringere Modellabweichungen gegeniiber den tatsachlichen Zu-
griffszeiten als lineare Modelle.

Es stellt sich heraus, dass der entscheidende Faktor fiir eine gute Modellierung
des Ein-/Ausgabe-Systems darin liegt, zwischen gleichartigen Dateizugriffen, die
allerdings zu verschiedenen Zugriffszeiten fiihren, zu unterscheiden. Die Laufzeitdif-
ferenzen zwischen Dateizugriffen mit gleichen Aufrufparametern konnen durch die
unterschiedliche Verarbeitung im System erklart werden. Da diese Verarbeitungs-
pfade nicht bekannt oder aus direkt messbaren Attributen ableitbar sind, zeigt
sich, dass die Vorhersage der Zugriffszeiten eine nicht triviale Aufgabe ist.

Ein Ansatz besteht darin, periodische Verhaltensmuster des Systems auszunutzen,
um den Verarbeitungspfad eines Zugriffs vorauszusagen. Dieses periodische Ver-
halten gezielt fiir genauere Vorhersagen zu verwenden, erweist sich allerdings als
schwierig.

Um eine Ndherung der Verarbeitungspfade zu bestimmen, wird in dieser Bachelor-
arbeit ein Verfahren eingefiihrt, bei dem die Residuen eines Modells zur Erstellung
von Klassen genutzt werden, welche wiederum mit den Verarbeitungspfaden korre-
lieren sollten.

Bei der Analyse dieser Klassen konnen Hinweise auf ihren Zusammenhang mit den
Verarbeitungspfaden gefunden werden. So sind Modellierungen, die diese Klassen-
zuordnungen verwenden, in der Lage, wesentlich genauere Vorhersagen zu machen
als andere Modelle.



Inhaltsverzeichnis

1 Einleitung
1.1 Motivation . . . . . . . . ..
1.2 Problemstellung . . . . . . . .. ...
1.3 Ziele der Bachelorarbeit . . . . . . . ... ... L.
1.4 Strukturierung . . . ... ..o

2 Hintergrund
2.1 Ein-/Ausgabe . . . .. ..
2.2 Hochleistungsrechnen . . . . . . .. . ... 0oL
2.3 Maschinelles Lernen . . . . . . . . . . ..o
2.4 Kinstliche Neuronale Netze . . . . . . . . . . ... ... ......

3 Verwandte Arbeiten
3.1 Leistungsvorhersage von Ein-/Ausgabe . . . . . .. ... ... ...
3.2 Leistungsvorhersage mit neuronalen Netzen. . . . . . . . . . .. ..
3.3 Leistungsvorhersage im Hochleistungsrechnen . . . . . . . . .. ..

4 Gestaltung der Analyse
4.1 Messdaten und Attribute des E/A-Aufrufs . . . .. ... ... ...
4.2 Modell des Ein-/Ausgabe-Pfads . . . . . ... ... ... ...
4.2.1 Faktoren der Zugriffszeit . . . . . . . ... ...
4.2.2 E/A-Pfad zur Leistungsvorhersage . . ... ... ... ...
4.3 Validierung und Metriken . . . . . . .. ... o000
4.4 Modellklassen . . . . . . . ...
4.4.1 Referenzmodelle . . . . . . . .. ..o
442 NN-Modelle . . . . . ... .
4.4.3 Fehlerklassen-Modelle . . . . . . .. ... ... ... ... ..
4.4.4 Aufbereitung der Trainingsdaten . . . . . . ... ... ...
4.5 Untersuchte Modelle . . . . . . . .. ... ... . ... .......
4.5.1 Referenzmodelle . . . . . . . . . ...
4.5.2 NN-Modelle . . . . . ... .. o
4.6 Parametrisierung von NN-Modellen . . . . . ... ... .. ... ..

5 Implementierung

IV

15
15
17
18

19
19
20
22
23
25
28
28
29
29
30
31
31
33
38

40



6 Evaluierung

6.1 Das Testsystem . . . . ... ..
6.2 Aufbau der Benchmark-Tests .
6.3 Exploration der Daten . . . . .
6.4 Analyse der Fehlerklassen . . .
6.5 Leistungsvorhersage . . . . . . .

6.5.1 Analyse der Referenzmodelle . . . . . . . ... ... ... ..

6.5.2 Analyse der NN-Modelle
7 Fazit
Literaturverzeichnis
Abbildungsverzeichnis

Tabellenverzeichnis

42
42
42
44
o4
61
61
69

81

85

87

89



1 Einleitung

1.1 Motivation

Hochleistungsrechnen ist in der Wissenschaft ein Thema mit zunehmender Bedeu-
tung; viele komplexere Fragestellungen, insbesondere in den Naturwissenschaften
und der Informatik, konnen in einer effizienten Weise nur durch eine abstrakte
Modellierung des Problems mit anschlieBender Computersimulation gelost werden.
Der hohe Rechenaufwand solcher Modellberechnungen erfordert, dass Wissenschaft-
ler fiir ihre Simulationsprogramme die Dienste eines Hochleistungsrechenzentrums
in Anspruch nehmen. Die Entwicklung der Computer-Hardware in den vergangen
Jahrzehnten drangte die Hochleistungsrechenzentren dazu, fiir den gewiinschten
Rechenleistungszuwachs in massiv parallelisierte Systeme zu investieren. Sodass,
statt einzelner sehr schneller Prozessoren, heutzutage viele Tausend Prozessoren
vernetzt arbeiten. Diese horizontale Leistungssteigerung am Hochleistungsrech-
ner umgeht die technischen Flaschenhélse, welche die Leistung eines einzelnen
Prozessors beschranken. Die zur Verfiigung stehende Leistung wird dadurch al-
lerdings schwieriger nutzbar. Einerseits liegt dies am grofien technische Aufwand,
der zur Vernetzung der Recheneinheiten notwendig ist, andererseits liegt es an
der komplexen Programmierung der Software, welche die Parallelitit des Rechners
berticksichtigt. Insbesondere ist es auch bei der Ein-/Ausgabe (E/A) von Dateien,
Eingabeparametern und Ergebnissen des Programms wichtig, dass sie parallel
durchgefiihrt wird. Das liegt einerseits am Wunsch der Wissenschaftler viele Zwi-
schenergebnisse der Simulation abzuspeichern, und andererseits an der im Vergleich
zur Rechenleistung geringen Leistungssteigerung bei Netzwerkgeschwindigkeiten
und beim Speichersystem, insbesondere bei Festplatten. Um die Wissenschaftler
beim Programmieren zu unterstiitzen, gibt es hilfreiche Werkzeuge zur Fehlerdia-
gnostik, Leistungsanalyse, Visualisierung des Programms und der Ergebnisse, sowie
zum Parallelisieren des Programmcodes. Wiinschenswert ist es dabei, wenn diese
Tools die Optimierungen moglichst selbststdandig durchfithren kénnen, sodass der
Wissenschaftler sich auf die Funktionalitit seines Programms konzentrieren kann,
statt sich mit Leistungsoptimierung aufzuhalten.



1.2 Problemstellung

Ein Analysewerkzeug mit dem der Programmierer dabei unterstiitzt wird die
Speicherhierarchie effizient zu nutzen, wiirde die Produktivitat der Computersimu-
lationen auf dem Hochleistungsrechner verbessern. Hierbei geht es vor allem um die
effiziente Verwendung der verschiedenen Puffer-Speicher (Caches), wie Arbeitsspei-
cher, und die direkt auf dem Prozessor-Chip liegenden Caches, um den Gebrauch
langsamer Speichermedien wie Festplatten einzugrenzen. Zur Entwicklung eines
solchen Werkzeugs muss das E/A-System des Hochleistungsrechners verstanden
werden. Dabei kann die Vorhersage der benétigten Zeit fiir E/A-Aktionen helfen.
Wenn mit einem Modell E/A-Leistung zuverldssig mit guter Genauigkeit vorherge-
sagt werden kann, so konnen durch Studium dieses einfacheren Modells Aussagen
iiber die komplexe Realitat gemacht werden. Dabei kénnen bereits durch den
Entwicklungsprozess des Modells und dessen standige Evaluation Kenntnisse tiber
das System gesammelt werden.

Wenn man ein gutes Modell finden wiirde, kénnten E/A-Aufrufe schnell und ohne
groflen Aufwand simuliert werden und somit deren Laufzeit abgeschétzt werden.
Ein darauf aufbauendes Analysewerkzeug konnte die Leistung verschiedener E/A-
Strategien berechnen und die besten gefundenen Strategien dem Programmierer
vorschlagen oder sogar autonom implementieren. In dieser Arbeit soll ein Modell zur
E/A-Leistungsvorhersage mit dem Hilfsmittel neuronaler Netze entwickelt werden.

1.3 Ziele der Bachelorarbeit

Das Hauptziel der Bachelorarbeit ist die Entwicklung eines kiinstlichen neuronalen
Netzes, das zuverlassig und mit hinreichender Genauigkeit die Laufzeit von indi-
viduellen E/A-Zugriffen auf einem Hochleistungsrechner vorhersagt. Der Weg zu
dieser Losung kann in Teilziele unterteilt werden:

1. Datenexploration: Zunéchst muss untersucht werden, welche der messbaren
Grofien zu einem E/A-Aufruf einen Einfluss auf dessen Laufzeit haben. Dies
sind Informationen, die anschlieend zur Vorhersage der E/A-Zugriffszeiten
genutzt werden konnen. Weitere relevante Informationen kénnen eventuell
aus der Kombination verschiedener Messgrofien abgeleitet werden.

2. Modellierung: Basierend auf diesen Daten miissen dann passende Modelle
gefunden werden, die das E/A-System moglichst genau widerspiegeln und
somit gute Laufzeit-Vorhersagen treffen konnen. Hierbei soll der Fokus auf
Modellen aus neuronalen Netzen liegen.

3. Entwicklung von Qualitdtsmetriken und Evaluation: Um die Ergeb-
nisse unterschiedlicher Modelle vergleichen zu kénnen, miissen Mafle fiir



deren Qualitat definiert werden. Dazu sind Metriken notigt, mit denen die
Modellabweichungen bewertet werden konnen.

a) Damit die Ergebnisse der neuronalen Netze im Hinblick auf das Hauptziel
bewertet werden konnen, muss ein Verstandnis dafiir entwickelt werden,
mit welcher Qualitat die Leistungs-Vorhersage als gut betrachtet werde
kann. Dazu konnen einfache Modelle als Referenz herangezogen werden,
komplexere Modelle sollten, falls sie das E/A-System tatsichlich préaziser
darstellen, geringere Modellabweichungen aufweisen.

b) AbschlieBend konnen dann die Vorhersagen verschiedener Modelle ana-
lysiert werden. Aus dem Erfolg der verschiedenen Modelle und Ansétze
konnen Riickschliisse tiber das Verhalten des untersuchten E/A-Systems
gezogen werden.

1.4 Strukturierung

Nachdem in diesem Kapitel die Themen der Arbeit umrissen wurden, soll das
zweite Kapitel alle nétigen Hintergrundinformationen zum Verstehen der Thema-
tik und der hier angewandten Anséatze liefern. AnschlieBend werden im dritten
Kapitel verwandte Arbeiten vorgestellt. Im vierten Kapitel wird dann erlautert,
welche Annahmen iiber das E/A-System getroffen werden und wie dieses mit ver-
schiedenen Ansatzen modelliert werden soll. Das fiinfte Kapitel gibt einen kleinen
Einblick wie die Anwendung und Generierung der Modelle implementiert wurde.
Die Evaluierung zu den gemachten Untersuchungen des E/A-Systems, sowie der
verschiedenen Modell-Ansétze wird daraufhin im sechsten Kapitel vorgenommen.
Uber die gewonnen Erkenntnisse wird im siebten Kapitel ein Fazit gezogen.



2 Hintergrund

In diesem Kapitel soll ein Uberblick tiber die relevanten Themengebiete zu dieser
Arbeit gegeben werden. In Unterkapitel 2.1 wird die prinzipielle Funktionsweise
eines Speichersystems und einige fir die Ein- und Ausgabe von Daten wichtige
Details erldutert. Im darauf folgenden Unterkapitel 2.2 soll kurz erldutert werden,
worum es sich bei Hochleistungsrechnen handelt und welche Herausforderungen fiir
die E/A-Leistungsvorhersage aus der Untersuchung eines Hochleistungsrechners
folgen. Einige wichtige Begriffe und Konzepte aus dem Bereich des maschinellen
Lernens sollen in Abschnitt 2.3 erkldart werden. Danach kann in Unterkapitel 2.4
detailierter auf die Funktionsweise und Mdachtigkeit von kinstlichen neuronalen
Netzen eingegangen werden. Die Mdchtigkeit eines Algorithmus sagt dabei aus,
welche Problemklassen mit thm gelést werden konnen.

2.1 Ein-/Ausgabe

Als Ein-/Ausgabe (E/A) bezeichnet man jedweden Austausch von Informationen
eines Informationssystems mit seiner Umgebung. Durch Eingaben erhélt der Rechner
auszufiihrende Befehle, die Programme und Funktionen die er ausfiihren soll, sowie
die Daten, die verarbeitet werden sollen. Eine Ausgabe des Rechners gibt dem
Nutzer Informationen zum inneren Zustand des Systems, insbesondere erhalt er
Einblick in berechnete (Zwischen-)Ergebnisse. Im Kontext dieser Arbeit handelt
es sich bei Ein-/Ausgaben um Dateien mit deren Daten, die in einem parallelen
Dateisystem verwaltet werden.

Die in dem Testsystem verwendeten Datentrager sind Festplattenlaufwerke. Bei
diesen werden Informationen durch magnetische Polarisierung von Speicherzellen
auf Magnetscheiben gespeichert und durch Abtastung dieser Magnetisierung mit ei-
nem Lesekopf ausgelesen. Festplatten sind in Datenblécke (auch Sektoren) unterteilt,
diese bilden die kleinste Einheit, die auf dem Medium abgespeichert werden kann.
Durch eine eindeutige Adressierung dieser Sektoren kann durch Aus- und Einfahren
des Schreib-/Lesekopfes, sowie einer Drehung der Magnetscheibe, direkt auf den
gewiinschten Datenblock zugegriffen werden. Aufgrund des vergleichsweise geringen
Durchsatzes, und insbesondere wegen der groflen Latenz bei der Durchfiihrung von



Festplattenaufrufen, sind zwischen Festplatte und den tatsédchlichen Recheneinhei-
ten im Prozessor mehrere Schichten von schnelleren Speichern zwischengeschaltet.
Diese Schichten bilden die sogenannte Speicherhierachie (vgl. Abbildung 2.1).

Von der Festplatte gelesene Daten befinden sich zunéchst im Arbeitsspeicher
und werden dann in die direkt beim Prozessor liegenden Pufferspeicher (Caches)
geladen. In den verschiedenen Cache-Ebenen geschieht Vergleichbares, die Ebenen
gehen von kleinen, sehr schnellen zu grofieren, jedoch langsameren Speichern iiber;
iiblich sind hier zwei oder drei Ebenen mit solchen Ubergéngen. Die Ebenen werden
auch als Level bezeichnet und sind von innen nach auflen, beziehungsweise schnell
nach langsam, durchnummeriert.

Die Zugriffszeit auf eine Datei ist durch diese Struktur stark davon abhéngig in
welcher Speicherebene die gesuchten Speicheradressen gefunden werden. Wenn die
Daten bereits vollstandig im Level 1 Cache liegen, sind sie schon nach wenigen Pro-
zessorzyklen geladen. Es dauert mehrere Groflenordnungen lénger wenn sie aus dem
Arbeitsspeicher geholt werden miissen. Weiterhin ist das Lesen von der Festplatte
erneut signifikant aufwendiger. Im Wesentlichen kann bei einer Ein-/Ausgabe unter-
schieden werden, ob angefragte Daten gecached sind, sich also im Arbeitsspeicher
befinden oder noch aus dem Speichersystem (bspw. Festplatte) geladen werden
miissen. Die Ebenen der Speicherhierachie sind durch einen typische Durchsatz
gekennzeichnet. Der Durchsatz ist definiert als verarbeitetes Speichervolumen pro
Zeiteinheit. Die Abbildung 2.1 ist eine Visualisierung der Speicherhierachie, in der
iibliche Durchsétze und sich daraus ergebende typische Zugriffszeiten dargestellt
sind.

Schneller

N

Kleiner

N

Level 1 Cache

Level 2 Cache

/ Arbeitsspeicher \
A\ 4

\ %4
Langsamer Festplatte (liber das Netzwerk angebunden) GroRer

Abbildung 2.1: Die Speicherhierachie des E/A-Systems

Verschiedene Optimierungen und Caching-Strategien erlauben fiir unterschiedli-
ches Lastverhalten eine Anpassung und somit eine effizientere Nutzung der Zwi-
schenspeicher.

« Read-Ahead: Ein Beispiel fiir lesende E/A-Aufrufe ist das Einschalten der
Read-Ahead-Einstellung, dadurch werden weitere Sektoren in den Cache



geladen, die sich in der unmittelbaren physischen Umgebung der angefrag-
ten Datenblécke auf dem Speichermedium befinden. Falls ein Programm
fortlaufend tiber einem lokal begrenzten Datenbereich arbeitet, weil dort
beispielsweise direkt hintereinander Bilddateien eines Fotoalbums befinden,
das gerade im Préasentationsmodus gezeigt wird, so ist der Zugriff auf ein
weiteres Bild fiir das E/A-System nicht mehr "iiberraschend’. Statt erst in
dem Moment des E/A-Aufrufs des nichsten Bildes die erforderlichen Daten-
blocke von der Festplatte zu lesen, befinden sich diese nun bereits in einem
der vorgeschalteten Zwischenspeicher. Diese Caching-Strategie macht nur
Sinn, wenn ein solches vorhersagbares (meist sequentielles) Zugriffsverhalten
eines Programms stattfindet. Wenn aufeinanderfolgende Zugriffe in unter-
schiedlichen Bereichen der Festplatte Datenblocke anfordern, wird bei dieser
Strategie zusétzlicher Aufwand fiir das Lesen von nicht benotigten Daten
betrieben (vgl. [Corl5]).

o Write-Back: Es gibt zwei Mechanismen um Daten von einen Cache auf lang-

sameren Speicher zurtickzuschreiben: Beim Write-Through werden Schreib-
befehle, die im Cache umgesetzt werden, sofort in das Speichersystem tiber-
nommen. Datenblocke im Speichersystem und Arbeitsspeicher sind so immer
identisch und daher widerspruchsfreien Zustand, sodass auch nach plotzlicher
Loschung des Caches keine Informationen verloren gehen.
Beim Write-Back wird der gednderte Zustand von Daten zunachst nur im
Cache bekannt bleibt, damit der Prozessor nicht eine lange Zeit auf die Vollen-
dung des Schreibvorgangs auf der Festplatte warten muss. Das Ausschreiben
der Anderungen im Arbeitsspeicher geschieht erst in einem giinstigen Moment,
wenn beispielsweise ansonsten gerade wenige E/A-Zugriffe geschehen.

Entscheidend fiir die optimale Wahl der Cache-Strategien und den dazu gehoren-
den Parametern sind jeweils die vorherrschenden Bedingungen im System, sowie
dessen Benutzungsweise und die gestellten Anforderungen, die ein bestimmtes
Zugriffsmuster definieren.

2.2 Hochleistungsrechnen

Man spricht von Hochleistungsrechnen, wenn der Rechen- oder Speicheraufwand
eines Programms auflerhalb dessen liegt, was ein einzelner Desktop-Computer in
vertretbarer Zeit bearbeiten kann.

Notwendig wird Hochleistungsrechnen in der Forschung fiir die Simulation von
numerischen Modellen aus verschiedensten Bereichen, beispielsweise fiir Mehrkorper-
simulationen in der Astronomie, fiir Stromungssimulationen oder zur Berechnung
von Klimaprognosen.



Die im Hochleistungsrechnen verwendeten Computer werden als Supercomputer
bezeichnet, hierbei handelt es sich heutzutage tiblicherweise um Rechnerverbiin-
de (engl. Cluster) in denen eine grole Anzahl Prozessoren und Speichermedien
verbunden werden. Die tibliche Struktur sieht dabei so aus, dass eine Vielzahl
Rechnerknoten durch ein gemeinsames Netzwerk zusammengeschaltet werden. Bei
einem Rechnerknoten handelt es sich um ein Mehrprozessorsystem mit gemein-
samen Speicher. Jeder Prozessor im Knoten hat einen eigenen Cache mit dem er
arbeiten kann, zudem gibt es einen Speicher, auf den alle Prozessoren gemeinsam
zugreifen. Der Verbund aus Rechnerknoten, der den Hochleistungsrechner bildet,
verfiigt wiederum iiber einen gemeinsamen Speicher. Dabei handelt es sich um
das Speichersystem des Hochleistungsrechners, das iiber das Netzwerk mit den
einzelnen Rechnerknoten verbunden ist. Eine Darstellung einer typischen Struktur
eines Hochleistungsrechners ist in Abbildung 2.2 zu sehen.

Rechnerknoten 1 Rechnerknoten N

D @ | @D @
| I

Netz Netz

I | I |
| Arbeitsspeicher | | Arbeitsspeicher |

Speichersystem
Netzwerk

Abbildung 2.2: Typische Struktur eines Hochleistungsrechners

Wichtige Themen im Hochleistungsrechnen sind die effiziente Ausnutzung der zur
Verfiigung stehenden Leistung, das Erkennen und Beheben von Fehlern des paralle-
lisierten Programmcodes, die Bereitstellung der Rechen- und Speicherkapazititen,
sowie die Energieeffizienz von Hard- und Software. Um einen Supercomputer gut
ausnutzen zu konnen ist bei vielen Anwendungen eine leistungsfahige Ein-/Ausgabe
von grofler Wichtigkeit. Bedingt ist dies dadurch, dass die Menge der anfallen-
den Daten wesentlich starker ansteigt, als die Geschwindigkeit der Verbindungen
zwischen den verschiedenen Speichermedien und -orten.

Die in Abschnitt 2.1 beschriebene Ein-/Ausgabe erweitert sich im Rechnerverbund
zur parallelen E/A| dies bedeutet einerseits, dass eine Datei von mehreren Prozessen
zeitgleich gelesen und bearbeitet werden kann, und andererseits, dass eine Datei
iiber mehrere Festplatten und Netzwerk-Server verteilt sein kann. Diese Parallelitat
hat einen wesentlichen Einfluss auf die E/A-Leistungsvorhersage, denn statt nur den
Aufwand der Arbeitsschritte auf einer einzelnen Festplatte abzuschatzen, miissen
hier die verstrickten Zusammenhénge zwischen Netzwerken von Festplatten und



Rechnern, den jeweiligen Auslastungen der Komponenten, sowie Priorisierungen
bestimmter Aufgaben und Instanzen durch die Speicherverwaltung berticksichtigt
werden.

Die Erfassung aller dieser Informationen wére sehr aufwendig, sodass dies zur Zeit
nicht moglich ist. Eine Vorhersage von E/A-Leistung eines parallelen Dateisystems
ist daher sehr nicht trivial.

2.3 Maschinelles Lernen

Maschinelles Lernen gehort zu den Themengebieten kiinstliche Intelligenz und
automatisierte Wissensgenerierung. Verfahren dieser Disziplin versuchen durch
intelligentes Lernen von Mustern Vorhersagen und Entscheidungen zu treffen. Als
intelligent wird ein maschinelles Verfahren bezeichnet, dass vorgegebene Informa-
tionen nicht auswendig lernt und wiedergibt, sondern von diesen Informationen
abstrahiert. Durch eine globale Sichtweise auf die Daten konnen Gesetzmafigkeiten
zwischen den Trainingsdaten erkannt werden. Als Trainingsdaten werden die
Informationen bezeichnet, die dem Algorithmus beim Aufbau (Training) des Mo-
dells bekannt sind. Ein Testdatensatz dagegen ist eine Menge von ungesehenen
Daten mit denen die Ergebnisse des maschinellen Lernens verglichen werden kénnen.
Ein Attribut ist eine messbare Grofle der Objekte, die untersucht werden. Dies
konnte beispielsweise bei einem Datensatz tiber Blumen die Farbe der Blitenblatter
sein. Ein Datenpunkt (oder auch eine Instanz) beschreibt ein spezifisches Objekt
(z.B. ein bestimmtes Exemplar der Blume), dazu enthélt er einen an der Instanz
gemessenen Wert zu jedem Attribut.

Typische Aufgaben des maschinellen Lernens sind die Clusteranalyse und die
Regressionsanalyse.

o Bei der Clusteranalyse muss von den eigentlichen Objekt-Attributen ein-
zelner Datenpunkte abstrahiert werden, sodass Zusammenhénge zwischen
den Objekten erkannt werden konnen. Dann kénnen Klassengrenzen definiert
werden, die jeder Klasse einen Bereich des Attribut-Raumes zuordnet. Als
Klassierung bezeichnet man die Zuordnung eines Objekts mit spezifischen
Attributen in die definierten Klassen. Dazu miissen die Attribut-Werte des
Objekts nur mit den Klassengrenzen vergleichen werden.

» Regressionsanalyse (oft auch nur Regression) ist ein Verfahren zur Bestim-
mung der Zusammenhénge von einer spezifischen Zielvariablen zu den iibrigen
Objekt-Attributen. Wenn in einem Datensatz die Eintrédge zur Zielvariablen
fehlen, konnen die berechneten Relationen zur Prognose der unbekannten
Werte mit Hilfe der bekannten Attribute genutzt werden. Die Zielvariable
wird so iiber die Abhéngigkeit zu anderen Variablen durch ein Verfahren des



maschinellen Lernens modelliert. Das erhaltene Modell aus dem Verfahren
wird auch als Pradiktor bezeichnet.

Ein Verfahren bzw. Algorithmus des maschinellen Lernens erstellt fir die Cluster-
bzw. Regressionsanalyse ein Modell, welches einerseits Aussagen iiber die zur Ver-
fligung stehenden Daten trifft und dariiber hinaus, abgeleitet aus den inneren
Abhéngigkeiten der Daten, Aussagen iiber bislang unbekannte Objekte treffen kann.
Bei der Clusteranalyse wird eine qualitative Aussage tiber neue Datenpunkte an-
hand der Einordnung in Gruppen getroffen. Beim Regressionsmodell wird dagegen
eine quantitative Aussage iiber die Zusammenhénge zwischen den Attributen der
Daten getroffen. Clusteranalyse und Regression konnen weitergehend iiber ihr Lern-
verhalten unterschieden werden. Wahrend bei der Regression iiberwachtes Lernen
stattfindet, wird bei der Clusteranalyse uniiberwacht gelernt. Der Unterschied der
beiden Varianten befindet sich in den Informationen die im Trainingsdatensatz
enthalten sind.

e Beim uniiberwachten Lernen wird kein bestimmtes Ergebnis erwartet, statt-
dessen muss der Algorithmus versuchen den Informationen inhérente Abhéan-
gigkeiten und Zusammenhénge zu erkennen. Wenn die Klassenzuordnungen
bereits in den Trainingsdaten bekannt wéren, hétte die Clusteranalyse nicht
viel zu tun. Der Clusteranalyse steht daher wahrend des Lernprozesses auch
keine Riickmeldung tiber die Giite der gemachten Klassen zur Verfiigung.

e Die Instanzen der Trainingsdaten beim iiberwachten Lernen enthalten auch
die gesuchten Werte der Zielvariablen, deren Werte der Algorithmus nach
dem Lernvorgang auf dem Testdatensatz vorhersagen soll. Fiir die Regressi-
onsanalyse sind diese Informationen essentiell, da fiir die Modellierung die
Zusammenhéange der Werte der Zielvariablen mit den restlichen Variablen
untersucht werden muss. Die Information iiber die idealen Ausgabewerte der
Zielvariablen werden wahrend des Lernvorgangs genutzt um die Parameter
des Pradiktors so anzupassen, dass er die vorgegebenen Werte moglichst
gut approximiert. Wichtig ist dabei, dass der Prédiktor nicht zu sehr auf
die Trainingsdaten zugeschnitten wird, sondern die abstrakteren Relationen
erkennt, sodass auch auf den ungesehenen Testdaten gut vorhersagen gemacht
werden konnen.

Die bei der Clusteranalyse erstellten Gruppierungen werden iiblicherweise nicht
bewertet, da die Qualitéit einer Sortierung nur im Kontext des gewiinschten Nutzens
der Klassen beurteilt werden kann. Zunéachst einmal ist jede eindeutige Klassierung
legitim.

Der Pradiktor der Regressionsanalyse kann dagegen konkret bewertet werden.
Dazu wird der Testdatensatz benotigt. Die zu bestimmenden Werte der Zielva-
riablen sind in den Testdaten bereits vorgegeben. Diese Information wird bei der



Durchfithrung des Tests vorenthalten. Durch den Vergleich zwischen tatséchlicher
und vorhergesagter Losung konnen Riickschliisse auf die Qualitat der Vorhersagen
gezogen werden konnen. Dazu werden Metriken zur Bestimmung der Giite der Mo-
dellierung benotigt. Zur Anwendung einer Regressionsanalyse miissen also zunéchst
Kriterien bzw. Leistungsmetriken eingefiihrt werden, anhand derer die Qualitét
der Vorhersagen und Entscheidungen gemessen werden konnen. Einerseits zum
Vergleich der Vorhersagen auf den Testdatensatz zwischen verschiedenen Ansétzen,
andererseits aber auch schon fiir den Lernprozess des Algorithmus selbst, damit
dieser sozusagen aus seinen Fehlern und Erfolgen lernen kann. Eine einfache Metrik
ware beispielsweise die mittlere Modellabweichung der Vorhersagen gegentiber den
Losungswerten.

Oft ist es notwendig die zur Verfiigung stehenden Daten aufzubereiten, bevor
ein maschineller Lernalgorithmus effizient und korrekt Informationen aus diesen
ableiten kann. Nach Alpaydin konnen fehlerhafte Daten ein Problem sein, die
durch zufallige Messfehler oder eine systematisch inkorrekte Messung entstehen
kénnen (vgl. [Alp10] S. 13-15). Zudem schreibt er, dass Teile der Daten iiberfliissig
sein konnen, da sie redundant sind oder keine relevanten Informationen enthalten.
Problematisch sind auch Datenpunkte mit gleichen Eingabewerten, aber unter-
schiedlichen Werten zur Zielvariablen (vgl. [Alp10] S. 14). Mit all diesen Problemen
muss, unter Beachtung der Eigenschaften des vorliegenden Datensatzes, bei der
Aufbereitung der Daten sinnvoll umgegangen werden. So kénnen beispielsweise Aus-
reifler bei den Daten aussortiert werden, da diese eventuell durch eine Fehlmessung
entstanden sind. Widerspriichliche Datenpunkte konnen zusammengefasst werden,
indem sie zusammen einen neuen Datenpunkt mit eindeutigen Ausgabewerten
bilden (dies konnten die Mittelwerte sein).

Clusteranalyse

Kantardzic beschreibt die Clusteranalyse folgendermafien: Cluster analysis is the
formal study of methods and algorithms for natural grouping, or clustering, of
objects according to measured or perceived intrinsic characteristics or similarities.”
[Kan11] (S. 250). Ein einfaches und anschauliches Beispiel sind Punkte im zweidi-
mensionalen Raum, die hinsichtlich ihrer Position gruppiert werden. Die beiden
Dimensionen konnen hierbei als unabhéngige Attribute der Objekte verstanden
werden (vgl. Abbildung 2.3).

Ein einfacher Clustering-Algorithmus ist der k-Means-Algorithmus. Bei diesem
muss vom Benutzer zundchst die Anzahl Cluster k festgelegt werden. Der Algorith-
mus geht dann wie folgt vor:

Die k£ Mittelwerte der Cluster werden mit zufilligen Werten initialisiert. Dann wird
jeder Datenpunkt dem Cluster zugeordnet, dessen Mittelwert seinem am néchsten
ist. Danach werden die Mittelwerte der Cluster anhand der Thnen zugeordneten
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Abbildung 2.3: Datenpunkte mit je einem Wert fiir x und y-Dimension. Rechts
farbliche Markierung fiir die Zugehorigkeit zu den drei vom k-
Means-Algorithmus bestimmten Clustern. Ein Kreuz markiert den
Mittelpunkt jedes Clusters (Mittelwert aller zugehérigen Punkte)

Punkte berechnet und gesetzt. Das Neuzuordnen der Punkte und Berechnen der
Mittelwerte wird nun solange wiederholt, bis sich keine Anderung der Zuordnung
mehr ergibt. Als Endergebnis des k-Means-Algorithmus erhélt man eine Gruppie-
rung der Datenpunkte in Mengen mit moglichst niedriger Varianz innerhalb eines
Clusters und moglichst grofler Varianz von Punkten in verschiedenen Clustern.

2.4 Kiinstliche Neuronale Netze

Bei kiinstlichen neuronalen Netzen, im Folgenden meist nur neuronale Netze ge-
nannt, handelt es sich um eine Methode aus dem Bereich des maschinellen Lernens
zum Approximieren einer unbekannten Funktion. Die Methode ist inspiriert von
biologischen neuronalen Netzen, wie sie im Gehirn vorkommen. Sie verwenden
einen statistischen Ansatz, ihre Losung fiir das Problem wird zunéchst zufillig
im Losungsraum angelegt und dann mit Hilfe eines Gradientenverfahrens opti-
miert. Rojas vergleicht neuronale Netze mit einer Black Box, also einem System
mit beobachtbarer Ein- und Ausgabe, aber unbekannter innerer Verarbeitung der
Informationen [Roj96]. Zur Verwendung eines neuronalen Netzes gibt man dem
Netz eine Menge von Eingabevektoren E € R" mit jeweils zugehorigem Ausgabe-
vektor A € R™ vor und dieses versucht eine passende Funktion F': R™ — R™ zu
finden. Dementsprechend handelt es sich hierbei um tiberwachtes Lernen, da eine
gewiinschte ideale Ausgabe vorgegeben wird.

Die haufigste verwendete Art neuronaler Netze sind feedforward-Netze. Sie
bestehen aus einer Eingabeschicht, einer beliebigen Anzahl verborgener Schichten
und einer Ausgabeschicht (sieche Abbildung 2.4), wobei die Verbindungen aus jeder
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Abbildung 2.4: feedforward-Netz mit n = 2, m = 1 und 2 verborgenen Schichten

Schicht jeweils nur in die darauf folgende Schicht gehen (vgl. Abbildung 2.5). Die
Eingabeschicht besteht, der vorherigen Definition entsprechend, aus n Stellen, an
denen die Werte eines Eingabevektors stehen. Jeder Eingabewert wird dann an
jedes Neuron in der ersten verborgenen Schicht weitergegeben und dort verrechnet,
die Ergebnisse der Neuronen der verborgenen Schicht werden dann an die nachste
Schicht gegeben und so weiter. Die Ergebnisse der Ausgabeschicht bilden den
Ausgabevektor mit Linge m.

Rekurrente Netze haben die gleiche Struktur, doch es kénnen auch Verbindungen
zu zuriickliegenden Schichten vorkommen, dadurch ist die Berechnung zu einem
Eingabevektor nicht mehr deterministisch bestimmt, sodass entsprechende Regeln
festgelegt werden miissen.

Gewichtungen
Eingaben

X
Aktivierungs-
funktion

X, @ Netzeintgabe
net;
2 J m 0]

X Aktivierung
Ubertragungs-
: : funktion
0.
X .o ,( : )

J
Schwellwert

Abbildung 2.5: Schema eines kiinstlichen Neurons. Quelle: Chrislb, https:
//de .wikipedia.org/wiki/Datei:ArtificialNeuronModel_
deutsch.png

Berechnungsregeln

Jedes Neuron rechnet die eingehenden Eingabewerte mit einer zur Ubertragungskan-
te zugehorigen Gewichtung mit einer Ubertragungsfunktion zusammen; die Anzahl
der Eingaben ist hierbei unbegrenzt (vgl. ,junlimited fan-in property“ [Roj96]). Die
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Ubertragungsfunktion kann hierbei schlicht die Summe aller gewichteten Eingaben
sein. Der errechnete Wert wird als Netzeingabe an die Aktivierungsfunktion gegeben.
Die Aktivierungsfunktion berechnet eventuell mit oder ohne einem Schwellwert die
Aktivierung des Neurons, welche dann an alle verbundenen Neuronen der néchsten
Schicht weitergegeben wird. Die Aktivierungsfunktion kann beispielsweise eine
simple Stufenfunktion sein, die allen Netzeingaben kleiner des Schwellwerts eine
Null und allen Eingaben grofler gleich des Schwellwerts eine Eins zuweist.

Ein Neuron mit der gewichteten Summe aller Eingaben als Ubertragungsfunktion
und einer Stufenfunktion mit Schwellwert als Aktivierungsfunktion wird von Rojas
Perzeptron bezeichnet (vgl. [Roj96] S. 60).

Ein feedforward-Netzwerk aus Perzeptrons, in dem jedes Neuron mit allen
Neuronen der folgenden Schicht verbunden ist, wird als multilayer perceptron (kurz
MLP) bezeichnet.

Trainieren von neuronalen Netzen

Ein neuronales Netz lernt die Abbildung zwischen den vorgegebenen Paaren von
Eingabe- und Ausgabedaten durch Anpassung der Gewichte an den Kanten, nach-
dem es mit zufilligen Kantengewichten initialisiert wurde. Diese Anpassung ge-
schieht beim MLP durch Fehlerriickfithrung (engl. backpropagation). Dabei wird
der mittlere quadratische Fehler der berechneten Ausgabe gegeniiber der vorge-
gebenen idealen Ausgabe ermittelt und daraufhin unter Riicksichtnahme auf eine
Lernrate mit Hilfe des Gradientenverfahren minimiert (vgl. [Roj96] S.151 ff.).

Berechenbarkeitstheorie neuronaler Netze

Vor der Anwendung von kiinstlichen neuronalen Netzen fiir ein Problem stellt sich
die Frage, ob diese fiir das Problem geeignet sind. Dazu gibt es einige interessante
mathematische Beweise. Ein einzelnes Perzeptron kann alle linear separierbaren
logischen Funktionen exakt approximieren (vgl. Rojas:1996:NNS:235222 S. 62-63),
wobei lineare Separierbarkeit nach Rojas definiert ist als:

Zwei Punktmengen A und B in einem n-dimensionalen Raum sind linear sepa-
rierbar, wenn n + 1 reelle Zahlen wy, ..., w,,, existieren, sodass fiir jeden Punkt
(x1,22,...,x,) € A die Ungleichung »" ; w;x; > wyyq gilt und fir jeden Punkt
(21, T2, ey p) € B Y0 wim; < Wpyq

Beispiele fiir (nicht) linear separierbare Mengen sind in Abbildung 2.6 dargestellt.
Diese Beschrinkung gilt allerdings nicht fiir ein Netzwerk von Neuronen. Bereits
ein zweilagiges Netzwerk aus noch simpleren McCulloch-Pitts-Zellen kann jede
beliebige logische Funktion berechnen (vgl. [Rojo6] S. 37). Fur MLPs hat Cybenko
[Cyb89] bewiesen, dass sie beliebige kontinuierliche Funktionen auf einer kompakten
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(a) Zwei voneinander nicht line- (b) Zwei voneinander linear se-
ar separierbare Relationen parierbare Relationen in
in RQ. RZ.

Abbildung 2.6: Lineare  Separierbarkeit,  Quelle: ~ Mekeor, https://de.
wikipedia.org/wiki/Datei:Separability_ YES.svg und https:
//de .wikipedia.org/wiki/Datei:Separability_NO.svg

Teilmenge des euklidischen Raums R™ approximieren konnen. Der entsprechende
Satz hierzu ist das universal approrimation theorem.

Zusammenfassung:  Das Kapitel hat einen kurzen Abriss der fir diese Thesis
relevanten Themen geliefert. Es wurde festgestellt, dass die Vorhersage von E/A-
Laufzeiten im Hochleistungsrechnen eine komplexe Aufgabe ist. Zusdtzlich zu dem
ohnehin aufwendigen E/A-System eines normalen Rechners miissen die Komplika-
tionen durch die Vernetzung des Hochleistungsrechners in Betracht gezogen werden.
Das Problem der E/A-Leistungsvorhersage kann mit Hilfe maschinellen Lernens
gelost werden. Die Aufgabe entspricht dabei einer Regressionsanalyse. Fiir das
tiberwachte Lernen miissen Trainingsdaten in der Form gemessener Zugriffszeiten
von E/A-Aufrufen bereit stehen. Dabei werden die Abhdngigkeiten zwischen Aufruf-
parametern und Zugriffszeit ausgenutzt um die unbekannten Laufzeiten unbekannter
Zugriffe vorherzusagen. Solange die E/A-Leistung durch eine kontinuierliche Funkti-
on beschrieben werden kann und alle dafiir bendtigten Informationen zur Verfigung
stehen, kann ein kiinstliches neuronales Netz das Problem lésen.

Im folgenden Kapitel werden verwandte Arbeiten vorgestellt, in denen das Problem
der Leistungsvorhersage bereits behandelt wurde.
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3 Verwandte Arbeiten

In diesem Kapitel werden wissenschaftliche Verdffentlichungen vorgestellt, die die-
ser Arbeit gegeniiber relevante Themen behandeln. Es werden drei Teilgebiete des
Problems der Leistungsvorhersage von E/A-Aufrufen im Hochleistungsrechnen be-
handelt.

Als Erstes gehe ich in Abschnitt 3.1 auf einige Arbeiten ein, die allgemeine E/A-
Leistungsvorhersage behandeln. Dabei fiihre ich zundchst zwei Begriffe fir Katego-
rien von Lésungsansdtzen ein. Danach gehe ich in Unterkapitel 3.2 auf Arbeiten
ein, die sich mit der Verwendung von neuronalen Netzen zur Leistungsvorhersa-
ge beschdftigen. Und in Abschnitt 3.3 werden Verdffentlichungen diskutiert, die
Leistungsmodellierung speziell im Hochleistungsrechnen behandeln.

3.1 Leistungsvorhersage von Ein-/Ausgabe

Das Problem, die Zugriffszeiten auf Festplatten vorherzusagen, kann im wesentlichen
durch zwei verschiedene Ansétze gelost werden (vgl.Crume:2013:FML:2538542.2538561
S. 45).

o White-Box-Modellierung: Zum Einen kann man versuchen das Festplat-
tensystem in einem Modell nachzubilden, indem Hardwaredetails, wie die
Rotationsgeschwindigkeit der Platte, die Reaktionszeit und Geschwindigkeit
des Lesekopfs, sowie das Zusammenspiel der Komponenten bekannt sind oder
entsprechende Parameter durch gezielte Untersuchung approximiert werden.
Mit diesem moglichst exakten Modell konnen dann Zugriffe simuliert und die
Laufzeit des Modells gemessen werden. Diese Messung kann daraufhin als
Vorhersage fiir das reale System verwendet werden. Eine White-Box ist ein
System dessen innere Funktionsweise bekannt ist. Modelle dieses Ansatzes
konnen entsprechend als White-Box-Modelle bezeichnet werden.

« Black-Box-Modellierung: Beim zweiten Ansatz wird vom eigentlichen Fest-
plattensystem abstrahiert und stattdessen ein mathematisches Modell gesucht,
das das Verhalten des Systems moglichst genau beschreibt. Zur Entwicklung
des mathematischen Modells wird eine Regressionsanalyse durchgefiihrt. Da-
bei werden gemessene Leistungswerte von Festplattenzugriffen untersucht, um
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daraus passende Parameter fir das Modell abzuleiten. Analog zur vorherigen
Namensgebung kann dieser Ansatz als Black-Box-Modellierung bezeichnet
werden, da hier ohne Wissen iiber die inneren Zusténde des Systems modelliert
wird.

Ich unterscheide daher im Folgenden zwischen der White-Box-Modellierung, bei der
versucht wird das Festplattensystem nachzubilden (in der englischen Fachliteratur
auch als analytic device modeling und simulation modeling bezeichnet) und der
Black-Box-Modellierung, bei dem ein mathematisches Modell entwickelt wird.

White-Box-Modellierung gegeniiber Black-Box-Modellierung

Die Nachteile von Modellen der White-Box-Modellierung liegen insbesondere darin,
dass sie aufwendig zu konfigurieren sind, denn es miissen alle Hardware-Parameter
bekannt sein. Beispielsweise schreiben Crume et al.: In fact, one of us (Old-
field) spent several months configuring DiskSim to model an existing device“
[CMW*13] (S.45). Naturgemaf altern White-Box-Modelle schnell, da sie jeweils
an spezielle Hardware angepasst sind. Der Vorteil dagegen ist, dass sie bei kor-
rekter Konfiguration sehr prazise sind. Ruemmler und Wilkes erzielten mit einem
gut kallibrierten White-Box-Modell geringe Residuen! bei der Vorhersage von
Festplatten-Zugriffszeiten (vgl. [RW94]). Um das Problem des hohen Aufwands
der exakten Parametriesierung fiir jedes Festplattenmodell anzugehen, haben sie
untersucht, wie sich die Beriicksichtigung verschiedener Festplattenkomponenten
bzw. -eigenschaften auf den Modellfehler auswirkt, sodass beim Einsatz des Modells
Aufwand der Parametriesierung und Préazision der Modellierung gegeneinander
abgewagt werden konnen.

Eine weitere Arbeit, in der White-Box-Modellierung genutzt wurde, stammt
von Lebrecht et al. [LDK09]. Darin wird besonders auf ein Scheduling-Verfahren
eingegangen, das dafiir sogt, dass E/A-Anfragen in einer Reihenfolge abgearbeitet
werden, die die notwendigen Bewegungen des Lese-/Schreibkopfes méglichst gering
halt.

Die Black-Box-Modellierung ist in der Anwendung einfacher und flexibler, da sie
automatisch an das System anpasst werden kann. Dafiir erwartet man aufgrund
der fehlenden analytischen Einsicht ins System ungenauere Prognosen. Fiir die
Anwendung im HPC-Bereich spielt der analytische Ansatz eine untergeordnete
Rolle, da hier unterschiedliche Festplattensysteme zusammenarbeiten und stark
mit der Netzwerkarchitektur verstrickt sind, sodass eine entsprechende Analyse des
Systems aufwendig wird. So schreiben Zhang et al.: Furthermore, the technical
trend towards storage consolidation in large data centers hints that building an

! Als Residuum oder Modellabweichung bezeichnet man die Abweichung des vom Modell appro-
ximierten Funktionswertes gegeniiber dem tatsachlichen Funktionswert
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accurate model or simulator using white box method cannot be a genereal solution
in serving a variety of very different workloads“ [ZLZ*10] (S.122, Zeile 20-24).

Bei Arbeiten, in denen eine White-Box-Modellierung genutzt wird, werden ver-
schiedene Data-Mining und stochastische Methoden angewandt. Beispielsweise eine
Kombination aus Regressionsbaumen und Stiitzvektormaschinen [DLZC12] oder
Bagging Klassifikation und Regressionsbaumen [ZLZ"10]. Verschiedene statistische
Methoden werden von Kelly et al. untersucht [KCGKO04]. Ein in diesem Kontext
beachtenswertes Patent zeigt ein Anwendungsbeispiel fiir E/A-Leistungsvorhersage
mit Black-Box-Modellierung. Dabei wird mit Hilfe maschinellen Lernens ein Uber-
wachungssystem fiir Festplatten entwickelt, das einen Ausfall des Systems anhand
der beobachteten internen Zusténde vorhersagt [GR12].

3.2 Leistungsvorhersage mit neuronalen Netzen

Wie bereits im Kapitel 2.4 beschrieben wurde, gibt es einige Forschung zu der
Frage der Méchtigkeit von neuronalen Netzen. Rojas [R0j96] und Cybenko [Cyb89]
behandeln die Modellierung von nicht-linearen Systemen. Dartiber hinaus wurde von
Suykens et al. das universal approximation theorem fiir neuronale Netze bewiesen
[SVAM12]. Es ist nicht bekannt, welche Komplexitét der Netze fiir die exakte
Beschreibung eines Hochleistungs-E/A-System benotigt wird. Die Méchtigkeit von
neuronalen Netzen sollte allerdings zumindest zur Bestimmung einer Naherung mit
Berticksichtigung der wesentlichen Einfliisse ausreichen.

Ein mathematisch anspruchsvolles Verfahren mit Black-Box-Modellierung unter
der Verwendung von neuronalen Netzen wurde von Adam Crume et al. entwickelt
[CMWT13]. Sie gehen davon aus, dass der entscheidende Faktor bei der Vorhersage
von Zugriffszeiten auf Festplatten in der Erkennung von periodischen Mustern
liegt: ,,One of the complications in the problem is the existence of unknown, high
frequency components caused by the rotational aspect of the drive* [CMW™13] (S.
46). Durch eine Fourier-Analyse finden sie die Hauptfrequenzen heraus und konnen
diese dann nutzen, um mit einem neuronalen Netz Vorhersagen zu treffen.

In einer weiteren Arbeit fithren Crume und Maltzahn diesen Ansatz fort. Sie
zeigen, dass die Periodizitat der Festplattenlatenzen auch ohne Fourier-Analyse
von neuronalen Netzen ausgenutzt werden kann. Dazu geben sie den verwendeten
Netzen zusétzliche Sinuskurven als Eingabeattribute. [CM15]

Der hohe Aufwand fiir das Auffinden interessanter Frequenzen in einer einzelnen
Festplatte zeigt, dass dieser Ansatz fir das komplexe E/A-System im Hochlei-
stungsrechner zunachst einmal nicht geeignet erscheint.
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3.3 Leistungsvorhersage im Hochleistungsrechnen

Im Hochleistungsrechnen ist die Leistungsanalyse eine wichtige Aufgabe. Mit
deren Hilfe konnen Aussagen dariiber gemacht werden, wie effizient die Hardware
ausgenutzt wird und Optimierungen vorgeschlagen werden.

So simulieren Liu et. al beispielsweise den Scheduling-Algorithmus vom Datei-
system [LFCT11]. Dazu verwenden sie DiskSim [BSSGO8] zur Vorhersage von
Festplattenzugriffszeiten.

Interessant ist die Arbeit von Molina-Estolano, Maltzahn, Bent und Brandt in
der sie ein Simulationsprogramm fiir parallele Dateisysteme vorstellen [MEMBB09).
Sie ermoglichen es auf einem vergleichsweise einfachen Rechner das Dateisystem
eines Hochleistungsrechners abzubilden. Mit dieser Simulation kann mit wenig
Aufwand ein grofles Dateisystem analysiert werden, um die Ergebnisse anschliefend
am richtigen System umzusetzen. Das verwendete Modell ist dabei naturgeméafl
eine Abstraktion des richtigen E/A-Systems und eignet sich daher nicht dafiir, das
Leistungsverhalten im Detail zu untersuchen.

Eine Arbeit aus dem Hochleistungsrechnen, die sich mit Vorhersage von E/A-
Leistung befasst, ist die von Kunkel et. al [KZB15]. Hier wird versucht mit Hilfe von
Entscheidungsbaumen die performantesten Parameter fiir nicht zusammenhangende
Zugriffe auf Dateien durch ROMIO, einer Implementierung von MPI /O, zu finden.
Dabei sagen die Autoren mit Entscheidungsbaumen die Leistung fiir verschiedene
Parameter auf den Daten voraus. Dies geht schneller, als den Parameterraum
vollstandig in der Anwendung zu durchsuchen. Anhand der Vorhersagen kénnen
dann die besten Parameter gewahlt werden. Entscheidungsbaume konnen keine
komplexen Probleme 16sen, sie konnen nur Entscheidungen als eine Aneinander-
reihung von linearen Separationen des Werteraums treffen. Dennoch sind die mit
dieser Methode erzielten Ergebnisse zufriedenstellend. Dies lasst vermuten, dass mit
Hilfe von komplexeren Methoden des maschinellen Lernens wie neuronalen Netzen
noch bessere Ergebnisse erzielt werden konnten. Hier findet sich ein potenzielles
Anwendungsgebiet der Ergebnisse dieser Bachelorarbeit.

Zusammenfassung:  Nach der Betrachtung verwandter Arbeiten kann resimiert
werden, dass mit E/A-Leistungsvorhersage durch neuronale Netze bereits einige
Erfolge erzielt wurden. Die Ubertragung, der fiir Zugriffe auf einzelne Festplat-
ten entwickelten Konzepte, auf das E/A-System eines Hochleistungsrechners ist
nicht ohne weiteres maoglich, weil das parallele Dateisystem weitaus komplexer ist.
So muss insbesondere das Zusammenwirken der verschiedenen Komponenten im
Hochleistungssystem bericksichtigt werden.
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4 Gestaltung der Analyse

In diesem Kapitel wird die Methodik der Analyse des E/A-Systems beschrieben
und erlautert welche Ansdtze dabei verfolgt werden. Zundchst wird in Abschnitt 4.1
beschrieben, welche Informationen tiber E/A-Zugriffe im System bekannt sind. Un-
terkapitel 4.2 beschreibt den E/A-Pfad und wie die Verarbeitung eines E/A-Zugriffs
im System grundsdatzlich modelliert werden kann. Danach folgt in Unterkapitel 4.3
ein Vorgriff darauf, wie die Modelle der E/A-Verarbeitung untersucht werden. Die
Modelle werden zundchst in Unterkapitel 4.4 in Gruppen eingeordnet und dann in
Unterkapitel 4.5 tm Detail betrachtet.

4.1 Messdaten und Attribute des E/A-Aufrufs

Um das E/A-System des zu untersuchenden Hochleistungsrechners besser zu ver-
stehen und zu analysieren werden zunéchst eine Reihe E/A-Aufrufe ausgefithrt und
deren Laufzeiten gemessen. Die Messreihen werden mit einer Systematik durchge-
fithrt, damit mehr Wissen iiber die erhaltenen Daten bekannt ist, sodass bessere
Schlussfolgerungen aus der Analyse gezogen werden kénnen. Eine Messreihe wird
daher mit einem immer gleichen Zugriffsmuster auf einer Datei durchgefiihrt. Der
Benchmark-Test, in dem die Messreihen generiert wurden, wird im Evaluierungs-
kapitel erlautert. Zu jedem E/A-Zugriff sind bestimmte Attribute bekannt, diese
konnen mit der gemessenen Laufzeit als eine Messung gespeichert werden. Die
bekannten Attribute sind:

o Die Datei ID, mit dieser kann die aufgerufene Datei identifiziert werden.

o Die Zugriffsgrofle des E/A-Aufrufs, sie entspricht der Anzahl Bytes, die
gelesen oder geschrieben werden sollen.

o Der Offset, das ist der Abstand vom Dateibeginn zu dem Bereich auf den
zugegriffen wird. Wenn nicht direkt vom ersten Byte der Datei gelesen oder
geschrieben werden soll, muss zusatzlich zur Zugriffsgrofie der Offset definiert
werden, um den Bereich auf den zugegriffen wird zu spezifizieren.
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« Der Delta-Offset zur Messung i berechnet sich als Offset[i] — (Offset[i —
1] + Zugriffsgroe[i — 1]). Er gibt also an, wie gro8 der Abstand von der End-
Position des Dateizeigers nach dem letzten E/A-Aufruf zu der Start-Position
des aktuellen Aufrufs ist.

e Der OpTyp gibt die Art des E/A-Aufrufs an. Der OpTyp-Wert ist 1 fiir
lesende und 2 fiir schreibende Zugriffe.

Es sind keine Informationen iiber den internen Systemzustand bekannt. Es ist
daher nicht direkt ablesbar, ob angefragte Daten bereits gecached sind oder nicht,
oder wie stark das E/A-System zum Zeitpunkt der Anfrage ausgelastet ist. Diese
Informationen kénnten hochstens aus vergangenen Messungen deduziert werden.
Eine solche Betrachtung von aufeinander folgenden Messungen bezeichne ich im
folgenden als Zeitreihenbetrachtung.

Das Tripel (Zugriffsgrofie, OpTyp, Delta-Offset) bezeichne ich als Attribut-Tupel,
es charakterisiert einen E/A-Aufruf.

4.2 Modell des Ein-/Ausgabe-Pfads

Um eine Idee dafiir zu bekommen, wie die Modelle in etwa gestaltet sein miissen, um
die Zugriffszeiten abbilden zu kénnen, wird hier zunéchst ein grobes Modell der E/A
aufgestellt. Die Verarbeitung eines E/A-Aufrufs lasst sich als Pfad durch das Spei-
chersystem darstellen. Dieser Pfad beginnt bei dem Prozessorkern, der die Anfrage
gestellt hat, verlauft dann durch die Speicherhierachie bis die erforderlichen Daten
gefunden wurden und fiihrt anschlieBend zuriick in die Register des Prozessorkerns.
Die Laufzeit einer E/A-Anfrage setzt sich zusammen aus dem Verwaltungsaufwand
an den einzelnen Stationen des Pfades, zuziiglich eventueller Wartezeiten bis andere
Anfragen abgearbeitet wurden, und der Dauer der Dateniibertragung zwischen den
Stationen.

Es konnen drei voneinander unabhéngige Anteile der Zugriffszeit unterschieden
werden: Der zeitliche Aufwand fiir die Verwaltung der E/A-Anfrage und die Datei-
tibertragung tiber das Netzwerk (tNetzwerk), die Zeit fiir die Verarbeitung auf der
Festplatte (tHDD) und die Zeit fiir das Lesen/Schreiben von dem Arbeitsspeicher
und der Caches (tMem).

Das Modell des E/A-Pfades, das in dieser Arbeit im Folgenden verwendet wird,
stelle ich nun vor. Zunéchst wird der E/A-Pfad fiir lesende Zugriffe behandelt. Wie
in Kapitel 2.1 beschrieben hangt die Zugriffszeit fir lesende E/A-Aufrufe davon ab,
in welcher Speicherebene sich die angefragten Daten befinden. Fiir die Zugriffszeit
kann im wesentlichen unterschieden werden, ob sich die angefragten Daten bereits
innerhalb des anfragenden Rechnerknoten befinden oder diese von einer Festplatte
iiber das Netzwerk geholt werden miissen.
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1. Falls die Daten sich nicht im Speicher des Rechnerknotens befinden, muss
als erstes eine Anfrage an das angebundene parallele Dateisystem gestellt
werden. Dort ist der reine Verwaltungsaufwand der Anfrage im wesentlichen
fiir alle Aufrufe konstant, denn sie sieht strukturell fiir Anfragen vieler Daten
nicht anders aus, als die Anfrage mit kleiner Zugriffsgrofie.

2. Daraufhin muss das parallele Dateisystem die Festplatten ansprechen (evt.
auch mehrere), auf der die relevante Datei liegt. Der zeitliche Aufwand fiir
den Aufbau der Verbindung zum Speicherort der Datei ist dabei von der
Struktur des Netzwerkes abhangig.

3. Die im RAID-Verbund angeordneten Festplatten lesen die Daten aus und
schickt sie iiber das Netzwerk an den Rechnerknoten auf dem sie benotigt
werden.

4. Nun miissen die angefragten Daten aus dem Arbeitsspeicher des Knotens
iiber die Cache-Ebenen in den Prozessor geladen werden.

Falls die Daten bereits im Arbeitsspeicher oder einem der Caches liegen, werden
entsprechend Schritte tibersprungen. Ein Beispiel fir einen E/A-Pfad, zu einem Da-
teizugriff im parallelen Speichersystem des Hochleistungsrechners, ist in Abbildung
4.1 dargestellt.

Rechnerknoten 1 Rechnerknoten N

D @ | @D @
|

Netz Netz

I
tMem
Arbeitsspeicher

| |

Net: k
CEWETX " tNetzwerk

Arbeitsspeicher |

Speichersystem

tHDD

Abbildung 4.1: E/A-Pfad im System; der rot gekennzeichnete Prozessor macht
einen E/A-Zugriff, der Pfad fithrt entlang der roten Markierung

Fiir einen Schreibzugriff gilt im Wesentlichen ein dhnlicher Ablauf. Die Daten
miissen beim Schreiben eigentlich immer iiber das Netzwerk auf Festplatte ge-
schrieben werden. Dies ist nur dann nicht der Fall, wenn eine Caching-Strategie
wie Write-Back genutzt wird. Dann wird die Datei nur im Hauptspeicher des
Rechnerknotens geandert und erst spater endgiiltig auf Festplatte geschrieben. Der
Datenfluss beim Schreiben flieffit umgekehrt zu dem des Lesezugriffs.
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4.2.1 Faktoren der Zugriffszeit

An allen Stationen des E/A-Pfades gibt es jeweils einen konstanten Anteil der
Zugriffszeit und einen Anteil, der von der aufgerufenen Datei abhiangt. Der Teil
der Zugriffszeit, der fiir jeden Aufruf konstant ist, ist fiir die Modellierung weni-
ger spannend und sollte bereits durch einfache lineare Modelle darstellbar sein,
dieser Teil wird im Folgenden nicht weiter berticksichtigt. Desweiteren kann es
an verschiedenen Stellen zu Verzégerungen durch Wartezeiten (engl. queue times)
fir die Verarbeitung des E/A-Aufrufs kommen. Dieser Faktor ist nicht anhand
des Attribut-Tupels bestimmbar und koénnte hochstens durch eine Zeitreihenbe-
trachtung approximiert werden. Konstanter Verwaltungsaufwand und Wartezeiten
kénnen als Latenzzeit zusammengefasst werden. Die Latenz einer Station des E/A-
Pfades ist also die Verzogerungszeit, bis die Dateniibertragung angelaufen ist.

Im Folgenden sollen die Faktoren betrachtet werden, die im Wesentlichen von
den bekannten Variablen des Attribut-Tupels abhéngen. Fiir beide Zugriffsarten
ergeben sich die drei beschriebenen Zeitfaktoren tMem, tHDD und tNetzwerk.

o Der netzwerkabhéngige Teil tNetzwerk ist vom genauen Speicherort der
aufgerufenen Datei, sowie der Gréfle der Datei abhéangig. Der Faktor des Spei-
cherorts im E/A-System sollte allerdings eine eher ungeordnete Rolle spielen,
zudem sind keine Informationen dariiber verfiigbar; dieser Faktor wird daher
vernachléssigt. Der entscheidende Zeitfaktor entsteht durch die Ubertragung
der Daten tiber das Netzwerk. Der Datenfluss iiber das Netzwerk héngt
von dessen Durchsatz ab, dieser sollte nach kurzer Verbindungsaufbauphase
konstant sein.

e tMem ist am einfachsten zu modellieren, denn der hier auftretende Direkt-
zugriffsspeicher (engl. Random-Access Memory) kennzeichnet sich gerade
dadurch, dass der Zugriff auf alle Datenblocke mit gleichem zeitlichen Auf-
wand verbunden ist. Ansonsten héngt die Zugriffszeit vom Durchsatz des
Speichers ab. Eigentlich handelt es sich bei tMem um die Zusammensetzung
der Zeitanteile von dem Arbeitsspeicher und den Caches. tMem wird im
Modell jedoch vom langsamsten Speicher, der angesprochen werden muss,
dominiert.

o Die Festplatte ist ahnlich komplex wie das Netzwerk. Wie beim Netzwerk
ist die Zugriffszeit zum Einen von dem genauen Speicherort der angefragten
Datenblocke und zum Anderen vom Durchsatz der Festplatte abhédngig. Die
Zugriffszeit ist von der zu iberwindenden Strecke, vom vorherigen Aufenthalts-
ort zum Zielort, des Lese-/Schreibkopfes abhédngig. Diese erwartete Strecke
hangt dabei mit dem Delta-Offset zusammen, weil Dateisysteme versuchen
Dateien moglichst zusammenhéngend abzulegen. Ein grofler Abstand der
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Zugriffsorte in der Datei sollte auch in einem grofieren Abstand auf der Ma-
gnetscheibe der Festplatte resultieren. Der zeitliche Aufwand zum Uberwinden
des Delta-Offset ist von den Hardwarecharakteristika der Festplatte abhangig.
Ansonsten ist die Zugriffszeit linear von dem Durchsatz der Festplatte und
der Grofle des angefragten Abschnittes abhingig.

tMem miisste nach diesem Modell vollstandig durch ein lineares Modell dargestellt
werden konnen. Dagegen ist dies fiir tNetzwerk und tHDD nur bedingt der Fall.
Netzwerk und Festplatte haben einen je nach Zugriffsgrofie dominierenden linearen
Anteil, jedoch auch einen vom Speicherort abhéngigen. Die Durchséitze von tMem
sowie tHDD sind hardwarebedingt von der Art des Zugriffs abhéngig, es muss also
zwischen Lese- und Schreibzugriffen unterschieden werden. Dies geschieht {iber den
Operationstyp (OpTyp).

Das Modell fur die Ein-/Ausgabe in dieser Arbeit entspricht letztendlich:

tGesamt = tHDD + tNetzwerk + tMem

mit
Zugriffsgrofie

tHDD = Festplattenlat Delta-Offset

Festplattendurchsatz(OpTyp) + Festplattenlatenz(Delta-Offset)
Zugriffsgrofie
tNet k = Net klat
crewer Netzwerkdurchsatz + Retzwerklatenz
Zugriffsgrofl
tMem = HUBHISETOMe + Speicherlatenz

Speicherdurchsatz(OpTyp)

Alle Messungen zu Speicheraufrufen mit dem selben Attribut-Tupel hatten nach
diesem Modell idealerweise dieselbe Laufzeit.

4.2.2 E/A-Pfad zur Leistungsvorhersage

Anhand eines kurzen Vorgriffs auf die Messdaten-Exploration kann die Auswirkung
des E/A-Pfades auf die Laufzeit der Messungen gezeigt werden. In Abbildung 4.2
ist die Zugriffszeit fiir E/A-Zugriffe einer Messreihe gezeichnet. Alle Messungen
derselben Farbe gehoren zum selben Attribut-Tupel, ihre Aufrufparameter sind
also gleich.

In der Abbildung ist gut zu erkennen, dass die Zugriffszeiten in Stufen zunehmen.
Dies liegt einerseits an den in Intervallen ansteigenden Zugriffsgrofien der Messungen,
kann aber andererseits auch der Zugehorigkeit der Messung zu einem E/A-Pfad
zugesprochen werden. Die Zugriffszeit eines Pfades wird von der langsamsten
Komponente auf dem Weg dominiert. Dadurch kann ein Sprung in der Laufzeit
entstehen sobald sich der Pfad verlangert. Der Pfad verlangert sich, wenn auf
eine tiefere Schicht der Speicherhierachie zugegriffen werden muss. Da die tieferen
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Schichten auch zunehmend langsamer werden, entsteht jedes mal ein Sprung in der
Laufzeit.

In der Abbildung wird auch direkt klar, dass die Annahme fallengelassen werden
muss, dass Messungen mit gleichem Attribut-Tupel dieselbe Laufzeit haben. Die
Laufzeiten innerhalb von Messreihen zu gleichen Attributen unterscheiden sich
teilweise deutlich. Anhand dieser Verteilung kann die Abhangigkeit der Laufzeiten
vom E/A-Pfad zu erkannt werden. Ware die Laufzeit im Wesentlichen nur vom
Attribut-Tupel und dem ,zufilligen“ momentanen Systemzustand abhéngig, dann
sollten die Messungen zum selben Tupel in einer gleichméafig verteilten Wolke aufzu-
finden sein. Die Laufzeiten eines Attribut-Tupels weisen allerdings ein sprunghaftes
Verhalten auf. Die dunkelgriinen Punkte sind beispielsweise in drei Gruppen aufge-
teilt. Die roten und violetten Messungen, links neben den dunkelgriinen, weisen ein
ahnliches Muster auf, bei den violetten fehlt die mittlere Gruppe. Die Zugriffsgrofie
der dunkelgriinen Messungen ist dabei vier mal hoher (4 KiB zu 16 KiB). Wie lange
die Verarbeitung des E/A-Aufrufs dauert, scheint aber im Wesentlichen fiir die drei
Attribut-Tupel gleich zu sein und vor Allem davon abzuhéngen, in welcher Stufe
sich der zugehorige Punkt der Messung befindet.

Die zuvor aufgestellte Modellierung kann die Abhéngigkeit zwischen E/A-Pfad
und Laufzeit nicht wiedergeben. Jede Ebene der Speicherhierachie kénnte hingegen
modelliert werden, falls der E/A-Pfad also bereits bekannt ware, kénnte aus
einer Komposition von Modellen fiir alle Pfade das korrekte ausgewéhlt werden.
Moglicherweise konnte eine Zeitreihenbetrachtung Hinweise tiber die Zugehorigkeit
einer Messung zu einem Pfad geben.

Ein perfektes Modell sollte unter Kenntnis des Pfades, den ein E/A-Aufruf
nehmen wird, und dem Attribut-Tupel die Dauer des Zugriffs sehr gut vorhersagen
kénnen. Wenn das Modell nicht die Informationen iiber die E/A-Pfade erhélt bzw.
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Abbildung 4.2: Graphische Darstellung der Laufzeiten einer Messreihe mit lesenden
E/A-Aufrufen. Jede Farbe reprasentiert eine Zugriffsgrofe.
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es nicht moglich ist diese Kenntnisse aus anderen Attributen abzuleiten, kann es
nicht zwischen den Gruppierungen innerhalb der Messungen eines Attribut-Tupels
unterscheiden. Die Qualitit der Vorhersagen ist damit begrenzt, die beste Nédherung
ware dann die typische Laufzeit (bspw. das arithmetische Mittel) fir alle Messungen
eines Attribut-Tupels als Approximation der individuellen Laufzeit einer Messung
zu nutzen.

4.3 Validierung und Metriken

Mit den im Weiteren entwickelten Modellen soll untersucht werden, wie gut es
gelingt, den zeitlichen Aufwand fiir E/A-Aufrufe vorherzusagen. Jedes Modell trifft
bestimmte Annahmen iiber das E/A-System und zur Entwicklung einer Instanz
des Modells werden bestimmte Informationen benotigt. Diese bendtigten Daten
konnen aus den Messdaten iiber das System abgeleitet werden. Ein Teil der Daten
wird als Trainingsdatensatz zum Lernen genutzt, die restlichen Daten sind dem
Modell unbekannt und bilden den Testdatensatz. Die Vorhersagen der Modelle
zum Testdatensatz konnen dann mit den tatsachlichen Werten verglichen werden.
Dies ist die Leistungsvorhersage vom Modell zum System.

Neben der Vorhersage der Leistung wird in den komplexeren Modellen auch
versucht die Quantile 0.1 und 0.9 der Laufzeit pro Attribut-Tupel vorherzusagen. Der
Wert des 0.1 Quantil gibt an, dass zu 10% der Messungen zu einem Attribut-Tupel
Laufzeiten gemessen wurden, die langsamer als dieser Wert waren, entsprechend
gibt das 0.9 Quantil an, dass nur 10% der Messungen zu diesem Attribut-Tupel
schneller abgearbeitet wurden.

Die Modelle sagen also voraus, dass Messungen zu einem spezifischen Attribut-
Tupel mit 80%iger Wahrscheinlichkeit zwischen den von ihnen bestimmten 0.1 und
0.9 Quantil liegen.

Wenn die schnellsten und langsamsten 10% der Messungen eines Attribut-Tupels
als Ausreifler bezeichnet werden, kénnen die Modelle mit Hilfe der Vorhersage
dieser Quantile eine Klassierung in Ausreifler und Nicht-Ausreifler machen. Diese
Zuordnung wird als Ausreiflervorhersage bezeichnet. Bei den Ausreiflern han-
delt es sich in diesem Kontext nicht um ungiiltige Messungen, die durch einen
fehlerhaften Versuchsaufbau oder durch Fehlkalibrierung von Messinstrumenten
entstanden sind. Stattdessen kann es beispielsweise sein, dass das System punktuell
sehr ausgelastet war und die Latenzen dadurch ungewohnlich hoch waren. Bei der
Ausreilervorhersage wird gepriift, ob das Modell korrekt voraussagen kann, dass die
Laufzeit einer E/A-Anfrage zu den Ausreifiern gehort. Da es sich bei den Ausreifiern
nicht um Messfehler handelt ist eine solche Vorhersage prinzipiell moglich, wenn
E/A-Pfad und Systemzustand bekannt sind. Man kénnte die Ausreifiervorhersage
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auch als Test auf den schwierigsten Daten ansehen.
Es wiirde fiur die Qualitit eines Modells sprechen, wenn es sowohl eine gute
Leistungsvorhersage, auch eine gute Ausreiflervorhersage macht.

Metriken zur Leistungsvorhersage

Zur Analyse der Leistungsvorhersage nutze ich folgende Fehlermetriken:

e Der MAFE (vom englischen mean absolute error) ist der arithmetische abso-
lute Fehler gemittelt tiber alle Vorhersagen.

o Der MAPE (vom englischen mean absolute percentage error) ist der relative
MAE, also der MAFE auf dem relativen Fehler der Vorhersage gegeniiber der
tatsachlichen Laufzeit.

MAFE und MAPE geben eine Vorstellung davon, welchen Fehler man bei einer
Vorhersage erwarten kann.

e Um ein Versténdnis fiir die Streuung der Modellabweichungen zu bekommen
ist der quadratische relative Fehler gemittelt iiber alle Vorhersagen MSPE
(vom englischen mean square percentage error) niitzlich.

Eine geringe quadratische Abweichung ldsst darauf schlieBen, dass das Modell
zuverlassig ist und nicht auf einem Teil der Messungen genau und fiir andere
Messungen ungenau vorhersagt.

Fiir denselben Zweck sind RQ3 und RMaz nitzlich.

o« RQ3 gibt das obere Quartil des relativen Fehlers tiber alle Vorhersagen an.

e RMax entspricht dem grofiten relativen Fehler der vom Modell gemacht
wurde.

Wenn iiberpriift werden soll, ob die Vorhersagen eines Modells zumindest fiir die
jeweiligen Attribut-Tupel sinnvoll oder vielleicht doch eher konservativ waren, kann
der In-range betrachtet werden.

e Der Wert von In-range gibt an wie viele der gemachten Vorhersagen zwischen
dem 0.1 und 0.9 Quantil der Laufzeiten aller Messungen eines Attribut-Tupels
lagen. Wenn alle Laufzeiten exakt vorhergesagt werden wiirden, ware In-
range also bei 80%. Wenn ein Modell konservativ vorhersagt, betragt der
In-range 100%, also liegen alle prognostizierten Werte zwischen den Quantilen,
dass Modell ,versucht“ nicht Ausreifler vorherzusagen, sondern approximiert
mit einer Art typischen Laufzeit. Wenn der In-range sehr klein oder gar 0

26



betragt, macht das Modell keine sinnvollen Vorhersagen, denn die meisten
vorhergesagten Laufzeiten lagen auflerhalb der typischen Zugriffszeit der
Attribut-Tupel.

Zwei zusétzliche Fehlermetriken enthalten weitere niitzliche Informationen tiber die
Netze, sodass die Leistung besser eingeordnet werden kann.

o Avg-MAPE (average MAPE) gibt den durchschnittlichen MAPE-Wert fiir
12 Netze an. Aufgrund der zufélligen Initialisierung und der lokalen Konver-
genz durch das verwendete Gradientenverfahren sind die neuronalen Netze
nicht deterministisch bestimmt. Je nachdem mit welchen Gewichten das Netz
startet, ist das Ergebnis des Lernalgorithmus besser oder schlechter. Um
falsche Schlussfolgerungen tiber die Qualitidt der Parameter zu verhindern,
werden daher jeweils 12 Instanzen mit den gleichen Parametern und Trai-
ningsdaten, aber mit unterschiedlicher Initialisierung, berechnet. Anhand des
Avg-MAPE kann die Auswirkung der lokalen Konvergenz fir die jeweiligen
Netzstrukturen betrachtet werden.

o Zusatzlich wird Train-MA PE angegeben. Dies ist der erreichte MAPFE-Wert
des Netzes auf den eigenen Trainingsdaten. Dieser Wert sollte immer besser
als der normale MAPEFE sein. Anhand der Differenz zu MAPFE kann beurteilt
werden, wie gut die Trainingsdaten die Testdaten reprasentiert haben.

Metriken zur AusreiBervorhersage

Zur Evaluierung der Ausreiflervorhersage werden weitere Fehlermetriken genutzt.

Die ersten Fehlermetriken beziehen sich auf die Vorhersagen der Laufzeit-Quantile.
Idealerweise sollte das Modell jeweils die gleichen Werte fiir die Quantile zu jedem
Attribut-Tupel vorhersagen, der moglichst nah am tatsdchlichen Wert liegt, denn
die Quantile beziehen sich auf jeweils alle Messungen zu einem Attribut-Tupel.

« Die arithmetischen Mittelwerte iiber den relativen Fehlern (Q0.1-MAPE
und Q0.9-MAPE).

 Die mittleren quadratischen Abweichungen iiber die relativen Fehler (QO0.1-
MSPE und Q0.9-MSPE).

Zudem werden zwei Metriken einbezogen, die gemeinsam die Klassierung der
Messungen in Ausreifler und Nicht-Ausreifler bewerten kénnen.

o TP gibt den Anteil der korrekt vorhergesagten Ausreifier an, dies sind die rich-
tig positiven Zuordnungen (engl. true positives). Dieser Wert sollte moglichst
hoch sein.
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o FP gibt dagegen die Anzahl Messungen an, die filschlicherweise als Ausreifler
eingestuft wurden (engl. false positives). Dieser Wert sollte gering gehalten
werden.

Es ist wichtig, sowohl TP als auch FP zu betrachten. Ein Netz, das einfach alle
Messungen als Ausreifler deklariert, wiirde einen perfekten TP-Wert von 100%
erreichen, obwohl mit der Ausreifler-Bestimmung nichts anzufangen ist.

4.4 Modellklassen

Modelle unterscheiden sich einerseits anhand der Informationen, die ihnen tiber
die E/A-Messungen zur Verfiigung stehen, dies sind ihre Eingabeattribute, und
andererseits an der zugrunde liegenden mathematischen Struktur. Da es sich bei
der E/A-Leistungsvorhersage um ein komplexes Problem handelt, steht nicht a
priori fest, wie eine passende Modellierung auszusehen hat. In dieser Arbeit wurden
daher verschiedene Anséitze getestet.

Aufgrund der Vielzahl verschiedener Modelle wird eine Einteilung in Modellklas-
sen vorgenommen. Jede Klasse entspricht einem Ansatz, also einer bestimmten
Herangehensweise ans Problem. Die verschiedenen Modellklassen werden in den
folgenden Kapiteln naher erlautert.

4.4.1 Referenzmodelle

Referenzmodelle werden auf einfache Weise mit klassischen mathematischen Metho-
den mit relativ geringem Rechenaufwand berechnet. Das Ziel bei den Referenzmo-
dellen ist nicht hauptséichlich die Qualitdt der Vorhersagen zu untersuchen, sondern
verschiedene Ansétze zu erkunden und Vergleichswerte fiir komplexere Modelle zu
liefern. Einige Referenzmodelle stellen eine untere Schranke fiir die Vorhersagequa-
litdt der aufwendigeren Modelle dar. Andere zeigen auf, was bestenfalls mit einem
Ansatz erreichbar ist. Beispielsweise kann an den Ergebnissen eines Modells, das
blof3 lineare Zusammenhénge beschreiben kann, untersucht werden, ob die Daten
in linearer Weise beschrieben werden konnen.

Bei Referenzmodellen wird nicht zwischen Trainings- und Testdaten unterschie-
den, sie werden immer iiber die gesamten Messdaten trainiert und ausgewertet. Eine
Separation der Datensétze ist fiir beide Verwendungszwecke der Referenzmodelle
nicht sinnvoll. Wenn untersucht werden soll, ob ein lineares Modell die Messdaten
beschreiben kann, sollte der gewahlte Trainingssatz nicht eingeschrankt werden,
ebenso wenn gezeigt werden soll, wie gut ein Konzept bestmoglich sein kann.
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4.4.2 NN-Modelle

Das Hauptaugenmerk der Arbeit liegt auf der Anwendung von kiinstlichen neurona-
len Netzen zur Leistungsvorhersage der E/A-Zugriffe. Die Modelle, die auf neurona-
len Netzen basieren, werden als NN-Modelle bezeichnet. Die Erwartungshaltung ist,
dass NN-Modelle wesentlich bessere Ergebnisse erzielen, als die Referenzmodelle,
die untere Schranken fiir die Leistung definieren. Wenn dies nicht der Fall ist, war
entweder die Modellierung unzureichend oder die verwendeten Informationen iiber
die Messdaten waren unzureichend fiir eine gute Beschreibung des E/A-Systems.

Bei NN-Modellen gibt es die Aufteilung zwischen Trainings- und Testdatensatz.
Sie konnten daher auch in einer realen Anwendungssituation genutzt werden. Bei
der tatsdchlichen Anwendung eines E/A-Leistungspradiktors wére es nicht moglich,
dass das Modell bereits simtliche E/A-Aufrufe gesehen hat, deren Laufzeiten es
vorhersagen soll.

4.4.3 Fehlerklassen-Modelle

Fehlerklassen (FK) werden mit Hilfe der Vorhersagen eines anderen Modells be-
rechnet. Der Fehler (auch Residuum oder Modellabweichung) der Vorhersagen
gegentiber den tatséchlichen Laufzeiten der E/A-Aufrufe wird mit dem k-Means-
Algorithmus (siehe Kapitel 2.3) in 10 Cluster unterteilt. Jede Cluster-Gruppe
entspricht einer Klasse und bekommt eine Nummer. Die Klassen reprasentieren
unterschiedliche Pfade, die im E/A-System genommen wurden. Dies ist dann der
Fall, wenn das Modell, mit dem die Fehlerklassen erstellt wurden, bereits recht
gute Vorhersagen macht und somit den dblichen E/A-Pfad des Attribut-Tupels
richtig bestimmt. Ein gutes Modell, das nicht zwischen Fehlerklassen unterscheidet,
wiirde beispielsweise zu den gleichfarbigen Punkten in Abbildung 4.2 die mittlere
Laufzeit aller zugehorigen Messungen vorhersagen, oder vielleicht allen eine Laufzeit
aus der Gruppe mit den meisten Punkten zuordnen. Der dabei gemachte Fehler
gegeniiber den tatsédchlichen Laufzeiten ist dann charakteristisch fiir die Spriinge,
die bei den Ubergéingen der Pfade beobachtet wurden. Wenn zum Beispiel zu den
dunkelgriinen Punkten jeweils ein Wert aus der mittleren Gruppe von Messungen
vorhergesagt werden wiirde, so wiirde ein sehr kleiner Fehler eine Zugehorigkeit zum
dort genommenen E/A-Pfad représentieren. Ein grofierer negativer oder positiver
Fehler wiirde darauf hinweisen, dass bei diesem Aufruf ein entsprechend anderer
Pfad genommen wurde.

Die Schétzung ist, dass das System pro Anwendungsfall etwa 10 verschiedene
E/A-Pfade nutzt, daher werden die Messungen in 10 Gruppen aufgeteilt.

Es muss beachtet werden, dass Modelle, die Fehlerklassen ausnutzen, keine
verwendbaren Pradiktoren zur Leistungsvorhersage ergeben. Dies liegt daran, dass
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die tatsédchlichen Laufzeiten der Messungen im Testdatensatz fiir Modelle mit
Fehlerklassen bekannt sein miissen. Mit Hilfe der tatsdchlichen Laufzeiten konnen
die Modellabweichungen zu einem anderen Modell berechnet werden, die fiir die
Zuordnung in Fehlerklassen benétigt werden.

Die Fehlerklassen-Modelle werden stattdessen untersucht, um die Aussagekraft
von E/A-Pfaden zu analysieren. Wenn E/A-Pfade charakteristisch fiir die Zugriffs-
zeiten sind, dann sollten diese Modelle eine wesentlich geringere Modellabweichung
aufzeigen als Modelle ohne Fehlerklassen.

Sowohl Referenzmodelle als auch NN-Modelle werden im Folgenden entwickelt
und untersucht.

4.4.4 Aufbereitung der Trainingsdaten

Die Eingabedaten der Modelle kénnen auf zwei grundsétzlich verschiedene Weisen
aufbereitet werden. Entweder werden einem Modell Informationen zu einzelnen
Messungen nach und nach gegeben oder jeweils eine Teilmenge der Trainingsdaten
werden als Aggregate zusammengefasst.

Das Problem bei Einzelmessungen ist, dass ,widerspriichliche Angaben zur Lauf-
zeit von Messungen mit gleichen Parametern gemacht werden. Es kann sehr viele
Messungen mit gleichen Parametern geben, solange nur die Attribute Zugriffsgrofe,
Delta-Offset und OpTyp genutzt werden . Fiir die Aggregate werden bestimmte
Attribute definiert und alle Messungen mit identischen Werten zu allen diesen
Attributen werden zusammengefasst. Der Wert fir die Laufzeit eines Aggregats
ergibt sich dann beispielsweise als arithmetischen Mittelwert oder Median iiber alle
zugehorigen Messungen. Die Modelle, die nur aggregierte Eingabedaten nutzen,
vereinfachen das Problem entsprechend sehr stark. Sie verfolgen den Ansatz, dass es
mit den gegebenen Informationen nicht moglich ist, innerhalb eines Attribut-Tupels
zu differenzieren, sodass verschiedene Messungen eines mit denselben Attributen
alle dieselbe Vorhersage zugewiesen bekommen.

Modelle, die Einzelmessungen als Eingabe bekommen, miissen anders mit den
,widerspriichlichen* Informationen umgehen. Das Modell muss dann entweder in-
tern die Daten zusammenfassen, um doch dieselbe Vorhersage fiir jede Messung
eines Attribut-Tupels zu machen oder es versucht anhand weiterer Informationen
iiber den Systemzustand eine Differenzierung durchzufiihren. Die zweite Losung
entspricht der Zeitreihenbetrachtung. Modelle, die eine Zeitreihenbetrachtung ma-
chen, brauchen die (zeitlich sortierten) Einzelmessungen als Eingabe, da bei der
Aggregierung alle zeitabhingigen Informationen verloren gehen. Sie konnen dafiir
versuchen, ein periodisches Systemverhalten zu erkennen und dieses fiir ihre Vor-
hersage auszunutzen. So konnte es beispielsweise sein, dass jeder dritte Leseaufruf
doppelt so lange wie die vorherigen dauert, weil das E/A-System zunéchst einem
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anderen Prozess Prioritat gibt. Wenn ein solches Verhalten erkannt wird, konnte
die Vorhersage durch so ein Modell erheblich verbessert werden.

4.5 Untersuchte Modelle

Bevor die Modelle entwickelt wurden, die in dieser Arbeit untersucht werden
sollen, wurden die Messdaten exploriert, um zu verstehen, welche Attribute zu den
Messungen interessant sind. Wenn es darum geht, gute Attribute fiir die Modelle
zu finden, kann die Korrelation des Attributs zu den Laufzeiten der Messungen
betrachtet werden. Die Korrelation ist ein Wert zwischen 0 und 1, und ist ein Maf}
fiir den linearen Zusammenhang zweier Variablen. Eine Korrelation von 0 besagt,
dass die Information iiber eine der Variablen keinen linearen Zusammenhang zur
Anderen hat. Bei einer Korrelation von 1 dagegen, kann eine lineare Funktion
angegeben werden, aus der sich der Wert der einen Variablen direkt der Wert
der Anderen berechnen lasst. Somit ist eine hohe Korrelation zwischen einem
Attribut eines E/A-Aufrufs und dessen Laufzeit ein Hinweis darauf, dass dieses
Attribut zur Vorhersage der Laufzeit verwendet werden konnte. Allerdings wird
bei der Korrelation blof3 die lineare Abhédngigkeit betrachtet, ein komplexerer
Zusammenhang zweier Variablen wird dadurch schlecht oder gar nicht repréasentiert.
Abgesehen von der Korrelation war Expertenwissen ausschlaggebend fiir die Wahl
der verwendeten Attribute fiir jedes Modell.

Ich stelle nun kurz alle Modelle vor, die untersucht wurden. Zunéchst gehe ich
die Referenzmodelle durch, dann die NN-Modelle.
Eine Kurzbeschreibung der Modelle ist fiir die Referenzmodelle in Tabelle 7?7 und
fiir NN-Modelle in Tabelle ?? gegeben.

4.5.1 Referenzmodelle

o Das einfachste Modell ist Durchschnitt das Modell approximiert alle Lauf-
zeiten mit dem globalen arithmetischen Mittelwert der Laufzeiten. Da das
Modell tiberhaupt nicht auf die Attribute der betrachteten Messungen eingeht,
sollten alle Modelle, die dies tun, bessere Leistungen erbringen. Einem Modell,
das diese Informationen ausnutzt und dennoch schlechtere Leistungen erzielt,
konnte unterstellt werden, im Wesentlichen zufallige Vorhersagen zu machen.
Durchschnitt ist als untere Schranke fiir alle NN-Modelle gedacht.

o Eine dhnliche Methode wie Durchschnitt verwendet das Modell Median agg.
Es berechnet fiir jedes Attribut-Tupel den Median der Laufzeiten, dieser
Wert entspricht dann der Vorhersage des Modells fiir Messungen zu diesem
Attribut-Tupel. Dieses Modell ist eine Referenz dazu, wie gut die Modellierung
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Modell

Beschreibung

Art der Trainingsdaten

Benétigte Attribute
zur Vorhersage

dem Median der Laufzeiten der Ag- | e, OpTyp, Delta-Offset und
gregate. Nutzt das LinReg G Mo- | LinRegFK

dell zum Erstellen der Fehlerklassen

Durchschnitt | Approximiert die Laufzeiten mit | Aggregiert tiber alle Attribute Mittlere Laufzeit
dem arithmetischen Mittelwert al-
ler Laufzeiten
Median agg | Approximiert die Laufzeiten mit | Aggregiert tber Zugriffsgrole, | Zugriffsgroe, OpTyp,
dem Median der Laufzeiten der Ag- | OpTyp und Delta-Offset Delta-Offset
gregate
LinReg G | Lineare Regression iiber die Zu- | Einzelmessungen oder Aggregiert | Zugriffsgrofie
griffsgrofle iiber Zugriffsgrofe, OpTyp und
Delta-Offset
LinReg G+D | Lineare Regression iiber die Zu- | Einzelmessungen Zugriffsgréfie, Optyp
griffsgrofle und Operationstyp
LinReg G+D+0O | Lineare Regression iiber die Zu- | Einzelmessungen Zugriffsgrofle, Optyp,
griffsgroBe, Operationstyp und Delta-Offset
Delta-Offset
LinRegFK Median agg | Approximiert die Laufzeiten mit | Aggregiert iber Zugriffsgro- | Zugriffsgrofle,  OpTyp,

Delta-Offset, LinRegFK

TupellFK Median agg

Approximiert die Laufzeiten mit | Aggregiert iber  Zugriffsgro-
dem Median der Laufzeiten der | e, OpTyp, Delta-Offset und
Aggregate. Nutzt eine Instanz des | TupellFK

Tupell Modells zum Erstellen der
Fehlerklassen

Zugriffsgrofe,
Delta-Offset, TupellFK

OpTyp,
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Tabelle 4.1: Kurzbeschreibungen der Referenzmodelle

eines Modells, das nicht nicht zwischen verschiedenen Messungen zum selben
Attribut-Tupel unterscheiden kann, bestméglich sein kann.

Lineare Regression ist ein einfaches numerisches Verfahren, das eine lineare
Funktion berechnet, die den quadratischen Fehler zu den bekannten Mes-
spunkten minimiert (Methode der kleinsten Quadrate). Die Funktion ist eine
Gerade der Form f(x) = a+b-x, mit der Verschiebung a und Steigung b. Wird
die Regression iiber mehrere Variablen gemacht erhalt man Verschiebungen
und Steigungen, die sich aus den Komponenten zu jeder Variable zusammen-
setzen. Ich probiere drei verschiedene lineare Modelle aus. LinReg G wird
nur aus dem Zusammenhang von Zugriffsgroffe und Laufzeit berechnet. Lin-
Reg G+D enthélt auch die Werte zu Delta-Offset und LinReg G+D+ O
beriicksichtigt zudem den Operationstyp der Messungen. Die Modelle konnen
wegen der linearen Form nicht innerhalb eines Attribut-Tupels unterscheiden.
Sollte das vermessene E/A-System bereits durch lineare Zusammenhénge in
den gemessenen Informationen beschreibbar sein, so sollten diese Modelle
gute Ergebnisse zeigen. LinReg G wird einmal mit Einzelmessungen als Ein-
gabe berechnet und einmal mit aggregierten Eingabedaten, dabei wird iiber
alle Attribute des Attribut-Tupels (Zugriffsgrofie, Delta-Offset und OpTyp)
aggregiert. Da die quadratische Abweichung des berechneten linearen Modells
zu allen Eingabedaten minimiert wird, findet bei der Einzelmessungs-Eingabe




eine Gewichtung nach Héufigkeit des Auftretens eines Attribut-Tupels statt.

o Zuletzt gibt es noch zwei Fehlerklassen-Modelle. Die Eingabedaten sind ag-
gregiert nach dem Attribut-Tupel und den Fehlerklassen. Sie funktionieren
also genauso wie Median agg, nur dass die Messungen zusétzlich noch durch
ihre Fehlerklasse unterschieden werden. Es wird also der Median fiir alle Mes-
sungen eines Attribut-Tupels berechnet, die zur selben Fehlerklasse gehoren.
LinRegF K Median agg kennt die Fehlerklassen, die aus der Clusteranalyse
der Fehler von LinReg G gewonnen wurden, und Tupell FK Median agg
modelliert mit Hilfe der Klassen, die aus den Modellabweichungen der besten
Instanz von NN-Tupell (wird im Folgenden Abschnitt tiber die NN-Modelle
erklart) berechnet wurden.

4.5.2 NN-Modelle

Die weiteren Modelle sind NN-Modelle, es handelt sich hierbei um neuronale Netze,
die sich anhand der Eingabeattribute unterscheiden.

o Das Modell NN-Tupell agg ist das Analogon der NN-Modelle zu Median
agg. Das Modell kennt allerdings, so wie alle NN-Modelle, nur einen Aus-
schnitt der Messdaten. Im Gegensatz zum zuvor betrachteten Idealfall muss
das Modell die Laufzeiten unbekannter Messattribute interpolieren. Der Ein-
gabevektor, den das neuronale Netz zu jedem Aggregat erhélt, beinhaltet
die Werte zu allen Attributen des Attribut-Tupels, nach welchen die Trai-
ningsdaten auch aggregiert wurden. Das Netz versucht dann also das Tripel
(ZugriffsgroBe, Delta-Offset, Operationstyp) in Relation zum zugehorigen Me-
dian der Laufzeiten zu bringen. Das Modell muss sich nicht nur die Mediane
der Laufzeiten zu den Attribut-Tupeln merken, sondern moglichst gut die
Zusammenhéange zwischen den Attribut-Werten und den zugehorigen Laufzeit-
Mediane bestimmen, um unbekannte Attribut-Tupels sinnvoll vorhersagen
zu konnen.

o Gangz dhnlich wie NN-Tupell agg ist das Modell NN-Tupell aufgebaut. Die
Eingabedaten werden allerdings nicht aggregiert. Es versucht also direkt, das
beschriebene Tripel auf die zugehorigen Laufzeiten abzubilden. Es erhélt sonst
keine weiteren Informationen, sodass es ebenso wenig wie das aggregierende
Modell zwischen Messungen mit gleichen Attributen unterscheiden kann. Es
muss dann selbstandig einen Mittelwert zu jedem Attribut-Tupel bilden und
mit diesem assoziieren.
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aufteilen

berechnen der Modellabweichungen

berechnen der Modellabweichungen

Residuen

Residuen

(a) Skizze von NN-Tupell agg (b) Skizze von NN-Tupell

Abbildung 4.3: Vergleich der Erstellung und Anwendung von NN-Tupell agg (links)
und NN-Tupell (rechts)

o NN-Tupel?2 ist das erste Modell, das die zeitliche Reihenfolge der Messungen
ausnutzen soll. Das neuronale Netz bekommt nicht nur die Werte zum Attribut-
Tupel der Messung, deren Leistung es vorhersagen soll, sondern auch die zum
Attribut-Tupel und die Laufzeit der vorherigen Messung. Die Idee hierbei
ist, dass anhand des Wissens, wie schnell die letzte E/A-Prozedur bearbeitet
werden konnte, eine Aussage iiber die néchste getroffen werden kann. Falls
das System beispielsweise gerade besonders ausgelastet ist, sollte sich dies an
der Laufzeit des vergangenen E/A-Aufrufs zeigen. Es konnte auch sein, dass
das System eine sehr simple Periodizitdt aufweist, sodass nach einer schnellen
Bearbeitung eine langsame folgt oder Ahnliches.

o FKine tieferliegende Periodizitit konnte unter Umsténden durch NN-EMA
fiir die Vorhersage der Laufzeit ausgenutzt werden. Die Grundlage fiir dieses
Modell bildet die exponentielle Glattung (im englischen ezponentiell moving
average (EMA)). In der Signalverarbeitung wird der EMA als Tiefpassfilter
mit unendlicher Impulsantwort bezeichnet. Mit dessen Funktionswert kann ein
Einblick in den generellen Trend der Zeitreihe gewahrt werden, da temporéare
Spitzen geglattet werden. Die Idee dieses Verfahrens ist, dass der kommende
Zeitreihenwert im Wesentlichen von den direkten Vorgdngern beeinflusst wird;
in einem geringeren Mafle jedoch auch von weiter zuriickliegenden Messungen.
In dem hier betrachteten Fall konnte das beispielsweise bedeuten, dass ein
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E/A-Aufruf gemacht wurde, der Speicherblocke angefragt hat, die tiber das
Netzwerk zum Rechnerknoten geholt werden miissen. Da das Netzwerk jedoch
gerade durch andere Zugriffe ausgelastet ist, hat der Aufruf ungewohnlich
lange gedauert. Nun werden ein paar Aufrufe innerhalb des eigenen Arbeits-
speichers gemacht, die eine normale Laufzeit aufweisen. Uber den aktuellen
Wert der exponentiellen Glattung besteht noch eine Erinnerung an das lang-
same Verhalten vor einigen E/A-Aufrufen, sodass die Vorhersage zu einem
erneuten Zugriff iiber das weiterhin ausgelastete Netzwerk préziser gemacht
werden kénnte. Um die Auslastung des E/A-Systems sinnvoll wiederzugeben,

wird der Durchsatz der Messungen fiir die exponentielle Glattung genutzt.
Zugriffsgrofie

Der Durchsatz berechnet sich als Durchsatz = -
Laufzeit

Karardzic definiert den EMA rekursiv [Kanll1] (S. 40):

EMA(i,m)=p-t(i)+ (1 —p) - EMA(i—1,m—1)
EMA(i, 1) = t(i)

Dabei ist p also die Gewichtung fiir den direkten Vorgangerwert und 1 — p
die Gewichtung fiir alle vergangenen Werte, ¢ ist der aktuelle Messwert und
es werden die letzten m Messungen berticksichtigt. Nummerieren wir alle
Messungen von 1 bis n durch und beriicksichtigen immer alle bisherigen
Messungen, also ¢ = m, so sind die ersten Werte:

EMA(L,1) = t(1)
EMA(2,2) =p-t(2)+ (1 —p)-t(1)
EMA3,3)=p-t3)+(1—p) - (p-t(2)+ (1 —p)-t(1))

Der Eingabevektor des neuronalen Netzes NN-EMA enthélt alle Attribute
des Attribut-Tupels, zusétzlich beinhaltet er den EMA mit p = 0.5 der
vergangenen Durchséatze.

Abschlieflend gibt es analog zu den trivialen Modellen auch zwei NN-Modelle,
die mit Fehlerklassen arbeiten. Die beiden Modelle bekommen das Attribut-
Tupel der Messungen und zudem deren Fehlerklasse als Eingabeattribute.
NN-LinRegF K mit den Fehlerklassen die aus den Residuen des Referenzmo-
dells LinReg G berechnet wurden und NN-Tupell FK mit den Fehlerklassen,
die aus den Ergebnissen der Tupell Instanz mit geringstem MSPE-Wert be-
rechnet wurden.
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Tupelt Pradiktor

clustern der Residuen

Fehlerklassen
Messdaten mit Fehlerklassen

aufteilen
Trainingsdaten = Eingabevektoren NeuronalesNetz

Testdaten

Pradiktor

berechnen der Modellabweichungen

(a) Skizze von NN-TupellFK

Abbildung 4.4: Erstellung und Anwendung von NN-TupellFK. NN-LinRegFK nutzt
statt dem aus Tupell gewonnenen Préadiktor lineare Regression zum
Erstellen der Fehlerklassen.
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Modell | Beschreibung Art der Trainingsdaten Attribute des Einga-
bevektors
NN-Tupell agg | Bildet die Attribute der Aggregate | Aggregiert iiber Zugriffsgrofle, | Zugriffsgrofie, OpTyp,
auf ihre Median Laufzeit ab OpTyp und Delta-Offset Delta-Offset
NN-Tupell | Bildet die Attribute der Messun- | Einzelmessungen Zugriffsgrofle,  OpTyp,
gen auf ihre Laufzeit ab. Es muss Delta-Offset
ein interner Mittelwert zu jedem
Attribut-Tupel gebildet werden
NN-Tupel2 | Zusatzlich zu den Attributen der ak- | Einzelmessungen Zugriffsgrofle,  OpTyp,
tuellen Messung, sind die Attribu- Delta-Offset, Vorginger
te und Laufzeit der vorherigen Mes- Zugriffsgrole,  Vorgén-
sung bekannt ger OpTyp, Vorginger
Delta-Offset, Vorganger
Laufzeit
NN-EMA | Versucht iber die Kenntnis des | Einzelmessungen Zugriffsgrofie,  OpTyp,
yexponential moving averages“ des Delta-Offset, EMA des
Daten-Durchsatzes die aktuelle Durchsatzes
Auslastung des E/A-Systems zu
berticksichtigen
NN-LinRegFK | Nutzt das LinReg G Modell als zum | Einzelmessungen Zugriffsgrofle,  OpTyp,
Erstellen der Fehlerklassen. Bildet Delta-Offset, LinRegFK
nach Zuordnung der Messungen zu
den Fehlerklassen die Attribute auf
die Laufzeit ab
NN-TupellFK | Nutzt eine Instanz des Tupell Mo- | Einzelmessungen Zugriffsgroe,  OpTyp,

dells zum Erstellen der Fehlerklas-
sen. Bildet nach Zuordnung der
Messungen zu den Fehlerklassen die
Attribute auf die Laufzeit ab

Delta-Offset, TupellFK

Tabelle 4.2: Kurzbeschreibungen der der NN-Modelle. Diese basieren auf neuronalen
Netzen und bilden den Eingabevektor auf die Laufzeit ab.
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4.6 Parametrisierung von NN-Modellen

Fir die Referenzmodelle ist das Training durch einfache Berechnungen eindeutig
definiert. Bei den NN-Modellen hingegen miissen zunachst die Parameter der
verwendeten neuronalen Netze festgelegt werden. Wahrend manche Parameter
durch Heuristiken oder nach einigen Testdurchlaufen schnell ermittelt werden
konnen, sind andere stark abhangig von den tatsédchlichen Trainingsdaten, der
Anzahl Datenpunkte und den verwendeten Attributen. Fiir das Lernverfahren eines
neuronalen Netzes miissen eine Fehlerfunktion, eine Aktivierungsfunktion und eine
Fehlerriickfiihrungsfunktion bestimmt werden:

o Als Fehlerfunktion bietet sich die mittlere quadratische Abweichung der
Ausgabe des Netzes zur idealen Ausgabe an.

o Fiir die Aktivierungsfunktion wird die logistische Funktion verwendet. Sie
kennzeichnet sich durch einen, im Vergleich zur Stufenfunktion, weichen
Ubergang zwischen minimalen und maximalen Wert, sodass ein Neuron nicht
ganz oder gar nicht feuert, sondern auch etwas dazwischen moglich ist. Bei
der logistischen Funktion handelt es sich um eine Sigmoidfunktion; sie hat
daher eine wohldefinierte Ableitung, die fiir die Fehlerriickfiihrung benotigt
wird.

o Als Funktion zur Fehlerriickfithrung wird in allen Netzen eine resilente Back-
propagation genutzt. Verwendet wurde der Rprop+ (resilent backpropagation
with weightbacktracking) Algorithmus. (vgl. [GF10] S. 32). Im Unterschied
zur normalen Backpropagation wird jedes Gewicht mit einer individuellen
Lernrate verdndert. Die Anpassung der Gewichte zu den Verbindungen ge-
schieht bei diesem Algorithmus nicht iiber die Gréfle des Gradienten in der
Fehlerfunktion, sondern blof3 iber das Vorzeichen des Gradienten zusammen
mit der Lernrate. Durch das Merken der Gewichte der vergangenen Iteration
kann der letzte Aktualisierungsschritt riickgangig gemacht werden (der engli-
sche Fachausdruck dafiir ist weightbacktracking). Dies wird genutzt, falls das
Minimum der Fehlerfunktion tiberschritten wurde, dann wird stattdessen ein
kleinerer Schritt durchgefiithrt (vgl. [GF10] S. 32).

Die Werte der iibrigen Parameter zur Struktur der Netze und zum Lernverfahren
miissen durch systematisches Durchsuchen des Parameterraums fiir jedes Modell
herausgefunden werden. Dabei handelt es sich um die Anzahl verdeckter Schichten,
die Anzahl Neuronen pro Schicht und den Schwellenwert fiir die partiellen Ableitun-
gen des Fehlergradienten, der als Haltekriterium fiir den Lernalgorithmus verwendet
wird. Dabei werden zunéchst Netze in einer groflen Spannweite der Parameterwerte
berechnet, um die Parameter dann immer weiter einzugrenzen, wenn sich ein Trend
fiir besonders gute Ergebnisse in einem Wertebereich ergibt.
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Zusammenfassung:  FEs wurde in diesem Kapitel dargestellt wie das Problem der
Leistungsvorhersage von Ein- und Ausgaben in dieser Arbeit angegangen werden soll.
Zundchst wurde erlautert, welche Informationen tiber das E/A-System bekannt sind.
Dann ist darauf eingegangen worden, wie die Verarbeitung von E/A-Aufrufen mo-
delliert werden kann. Dabei ist die Vermutung aufgestellt worden, dass die Laufzeit
essentiell durch den E/A-Pfad bestimmt ist. Weiterhin wurden die verschiedenen
Modelle vorgestellt, die bei der Evaluierung untersucht werden sollen, und die fiir
die Fvaluierung entscheidede Validierung und Berechnung dieser Modelle wurde
ebenfalls beschrieben. Nachdem im ndchsten Kapitel die Implementierung der Ana-
lyse angerissen wird, werden in Kapitel 6 die hier vorgestellten Modelle anhand von
Messdaten evaluiert.
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5 Implementierung

In diesem Kapitel soll kurz auf ein paar wesentliche Punkte eingegangen werden,
die bei der Umsetzung der Analyse von Bedeutung sind.

Verwendete Programmiersprache und Bibliotheken

Die Skripte zur Aufbereitung der Messdaten, Berechnung der Modelle, sowie zur
Auswertung der Ergebnisse wurden mit der Programmiersprache R geschrieben.
Die neuronalen Netze wurden mit dem neuralnet Paket [GF10] berechnet. Der
Lernvorgang der Netze ist recht aufwendig und kann mehrere Stunden in Anspruch
nehmen. Desweiteren sind die idealen Parameterwerte nicht bekannt, sodass viele
Netze berechnet werden missen, um den Parameterraum zu durchsuchen. Der
Zeitaufwand kann durch die parallele Berechnung mehrerer Netze deutlich reduziert
werden, sodass die Mehrkernprozessoren der Rechner ausgenutzt werden. Eine
Code-Parallelisierung kann fiir ein System mit gemeinsamen Arbeitsspeicher am
einfachsten durch die Parallelisierung von Schleifen erreicht werden. Dafiir verwende
ich die Pakete doParallel und foreach [WC14]. Die EMA-Werte fiir NN-EMA werden
mit dem Paket T'TR berechnet.

Implementationsdetails

Um die neuronalen Netze am effektivsten zu nutzen, sollten die Eingabewerte
normiert werden. Ansonsten wiirde einem Attribut mit hoher Werte-Doméne eine
groffere Bedeutung vom Gradientenverfahren beigemessen, als einem Attribut
mit niederwertiger Doméne. Ich normiere daher alle Eingabeattribute auf den
Wertebereich 0 bis 1, der Wert 0 entspricht dann dem minimalen und 1 dem
maximalen Attribut-Wert unter den Messdaten.

Bei der Exploration der Daten wurde festgestellt, dass es viele Messungen mit
sehr kleiner Laufzeit gibt. Bei der Fehlerminimierung des Lernalgorithmus besteht
daher die Gefahr, dass der Fehler fiir die wenigen langen Laufzeiten bevorzugt
verringert wird, da hier das grofite Optimierungspotential liegt. Gleiches gilt fiir
die Zugriffsgrofien. Deswegen werden Laufzeit und Grofle zunéchst logarithmiert
bevor sie normiert werden. Die Ergebnisse der neuronalen Netze miissen dann mit
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passenden Umkehrfunktionen zu ihrer Vorverarbeitung wieder in die urspriinglichen
Wertebereiche zurtickgefiihrt werden, um die Fehlermetriken zu bestimmen.

Da der Algorithmus, der die neuronalen Netze berechnet, nur ein Haltekriterium
hat, das von der Konvergenz der Gewichte abhédngt, kann es beliebig lange bis
zur Termination dauern. Um nicht viel Zeit mit der Berechnung von Netzen mit
ungeeigneten Parametern zu verbringen, wird daher eine maximale Grenze fiir die
Iterationen des Lernalgorithmus gesetzt. Diese ist zunédchst groBziigig gewéhlt, wenn
sich aber zeigt, dass die besten Netze eines Modells bereits mit weniger Iterationen
auskommen, kann eine geringere Grenze gesetzt werden.

Zusammenfassung:  Nachdem die wichtigsten Details der Implemetierung be-
schrieben wurden, wird im folgenden Kapitel die Evaluierung der zuvor vorgestellten
Analyse durchgefiihrt.
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6 Evaluierung

In der Fvaluierung wird die Eignung der zuvor beschriebenen Modelle in der Umset-
zung auf einem realen System untersucht. Zundchst wird in Abschnitt 6.1 kurz der
untersuchte Hochleistungsrechner vorgestellt. Unterkapitel 6.2 beschreibt im Detail,
welche Messungen auf dem System durchgefiihrt wurden. Die erhaltenen Messdaten
werden in Unterkapitel 6.3 genauer betrachtet. Die gewonnenen Informationen
konnen bereits dabei helfen, das E/A-System besser zu verstehen. In Unterkapitel
6.4 werden die generierten Fehlerklassen genauer analysiert. Und abschlieffend
werden in Kapitel 6.5 die Leistungsvorhersagen der verschiedenen Modelle anhand
der in Abschnitt 4.3 eingefiihrten Fehlermetriken und durch die Betrachtung der
Verteilung der Modellabweichungen analysiert.

6.1 Das Testsystem

Als Testsystem fiir alle Messungen, die in dieser Arbeit untersucht werden, wurde
der Hochleistungsrechner Mistral vom Deutschen Klimarechenzentrum (DKRZ)
genutzt. Mistral befindet sich in der derzeit aktuellen Publikation vom November
2015 auf Platz 64 der von der TOP500-Organisation gefithrten Liste der schnellsten
Supercomputer der Welt. Das System besteht aus iiber 1500 Knoten, die jeweils
mit zwei Intel E5-2680v3 bestiickt sind. Diese laufen mit einer Taktfrequenz von
2.5 GHz und haben jeweils 30 MiB L3 Cache. Das Speichersystem des Rechners
lauft mit dem parallelen und verteilten Dateisystem Lustre. Es bietet 30 Petabyte
Speicherkapazitiat und eine Speicherbandbreite von 300 GiB/s. Die Messungen
wurden wéhrend einer iiblichen Belastungssituation des Systems durchgefiihrt,
sodass Schwankungen in der Nutzung des E/A-Systems durch andere Nutzer die
Messungen beeinflusst haben kénnen.

6.2 Aufbau der Benchmark-Tests

Das Testsystem wird durch eine Reihe von Experimenten untersucht. Mit Hilfe
der daraus erhaltenen Messdaten konnen die vorgestellten Modelle aus Kapitel
4.5 entwickelt und anschlieffend getestet werden. Um die Starken und Schwéchen
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der Modelle gut untersuchen zu kénnen, wird ein systematischer Ansatz fir die
Experimente gewéhlt.

Es werden vier verschiedene Experimente durchgefiihrt, die zwei unterschiedliche
Anwendungsfille représentieren. Bei allen Tests wurde die Datei, auf die sich die
E/A-Anfragen beziehen, zunéchst einmal eingelesen. Das System hat die Datei also
bereits geladen, die Daten konnten also gecached sein. Die Testdatei ist allerdings
10GiB grofl und passt daher nicht komplett in den Arbeitsspeicher, sodass Zugriffe
zu einigen E/A-Anfragen tiber das Netzwerk auf die Festplatte mit der Datei gehen
miissen. Das genutzte Speicherlayout ist ein off0-Layout, das bedeutet, dass die
gelesenen Daten von Position 0 des verwendeten Puffers im Arbeitsspeichers ausge-
lesen bzw. ausgeschrieben werden. Die Unterscheidung der beiden Anwendungsfélle
wird bei der Art des Dateizugriffs gemacht. In einem Fall wurde ein sequentieller
Zugriff (seq) auf die Datei gewéhlt, im anderen ein zufélliger (rnd). Beim sequen-
tiellen Layout werden die E/A-Operationen jeweils hintereinander auf der Datei
ausgefiihrt. Beispielsweise liest der erste Aufruf die ersten 16 KiB, der néchste
die darauf folgenden 16 KiB. Dagegen wird beim randomisierten Layout auf eine
beliebige Position der Datei zugegriffen. Beide Anwendungsfille werden einmal mit
lesenden (R fiir read) und einmal mit schreibenden (W fir write) E/A-Operationen
getestet. Die sich ergebenden Datensatze werden entsprechend als cached-off0-seq-
R, cached-off0-seq-W, sowie cached-off0-rnd-R und cached-off0-rnd-W bezeichnet.
Die Zugriffsgroien variieren jeweils von 1B bis 16 MiB (im Detail: 1B, 4B, 16 B,
64 B, 256 B, 1KiB, 4KiB, 8KiB, 16 KiB, 64 KiB, 256 KiB, 512 KiB, 1 MiB, 2 MiB,
4MiB, 8 MiB und 16 MiB). Zu jeder Grofle werden drei Messreihen mit je 10000
Messungen durchgefiihrt. Beim sequentiellen Fall werden allerdings nur so viele
Aufrufe hintereinander gemessen, bis iiber das Ende der Datei hinaus zugegriffen
werden wiirde. Diese Beschréankung trifft fiir die Messreihen mit Zugriffsgrofien
ab 2 MiB ein. 16 MiB werden im sequentiellen Fall entsprechend nur 640 mal pro
Messreihe verwendet, 8 MiB 1280 mal, 4 MiB 2560 mal und 2 MiB 5120 mal.

Zwischen zwei Messreihen besteht kein Zusammenhang, sodass zeitliche Abhén-
gigkeiten, wie eine bestimmte Periodizitat, nur innerhalb einer Messreihe bestehen
konnen. Unter der Bezeichnung cached-off0-seq ist die Verkettung der beiden Da-
tensétze cached-off0-seq-R und cached-off0-seq-W zu verstehen. Gleiches gilt fiir
cached-off0-rnd.

Da alle Messungen die Eigenschaften cached und off0 aufweisen, werden die
Daten verkiirzt als SEQ-R, SEQ-W, RND-R und RND-W bzw. SEQ und
RND fiir die zusammengefassten Datensétze bezeichnet.
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6.3 Exploration der Daten

Zunéchst werde ich die vier Datensatze genauer betrachten. Dazu eignet es sich,
einige Ubersichtsinformationen iiber sie zu sammeln. In der Tabelle 6.1 sind fiir alle
vier Datensétze zu den drei Attributen Dauer, Zugriffsgrofie und Delta-Offset der
minimale Wert, der Wert des ersten Quartils, der Median, das arithmetische Mittel,
der Wert des dritten Quartils und der maximale Wert angegeben. Zusétzlich sind in
Tabelle 6.2 zu Zugriffsgrofle, Delta-Offset und OpTyp die Korrelationen gegeniiber
der Zugriffsdauer angegeben.

Die Korrelation zwischen Delta-Offset und Laufzeit ist fiir die Datensétze mit
sequentiellen Zugriffen nicht berechenbar. Dies liegt daran, dass der Delta-Offset
dort durchgehend 0 betragt, das ist gerade das Kennzeichen des sequentiellen
Zugriffs. Das Attribut OpTyp kann nur sinnvoll iiber der Vereinigung von SEQ-R
und SEQ-W bzw. RND-R und RND-W betrachtet werden, da der Operationstyp

auf den einzelnen Datensétzen immer gleich ist.

Wie das Modell zur Laufzeit in Kapitel 4.2 postuliert hat, ist die Korrelation
zwischen Zugriffsgrofie und Laufzeit sehr stark. Die geringe Korrelation zwischen
Zugriffszeit und Delta-Offset auf RND kann zwei Ursachen haben: Entweder ist
die Abhéngigkeit der Attribute wirklich sehr gering oder sie lédsst sich nicht durch

[ Attribut [ Min. [ 1. Quartil [ Median [ Arith. Mittel [ 3. Quartil [ RMax. ]
Dauer 6.2e-06 6.9e-06 9.7e-06 3.8e-04 1.3e-04 5.6e-02
Grole | 1.0e+00 6.4e+01 | 4.1e+03 4.5e+05 2.6e+05 | 1.7e+07
Delta-Offset | 0.0e+00 0.0e+00 | 0.0e+00 0.0e+00 0.0e4+00 | 0.0e+00
(a) Ubersichtsinformationen zu SEQ-R
l Attribut [ Min. [ 1. Quartil [ Median [ Arith. Mittel [ 3. Quartil [ RMax.
Dauer 7.5e-06 8.4e-06 1.6e-05 4.3e-04 2.2e-04 3.0e-02
GroBle | 1.0e-+00 6.4e+01 | 4.1e+03 4.5e+05 2.6e+05 | 1.7e4+07
Delta-Offset | 0.0e+00 0.0e+00 | 0.0e+00 0.0e+00 0.0e+00 | 0.0e+00
(b) Ubersichtsinformationen zu SEQ-W
[ Attribut [ Min. [ 1. Quartil [ Median [ Arith. Mittel [ 3. Quartil [ RMax. ]
Dauer 6.5e-06 1.4e-05 1.8e-03 7.4e-03 1.3e-02 5.3e-01
Grofle 1.0e+00 2.6e+02 1.6e+04 2.0e4-06 1.0e+06 | 1.7e+07
Delta-Offset | -1.1e+10 -3.2e4+09 | -1.1e407 -1.9e+4-06 3.1e4+09 | 1.1e+10
(c) Ubersichtsinformationen zu RND-R
[ Attribut | Min. | 1. Quartil | Median | Arith. Mittel [ 3. Quartil | RMax. |
Dauer 1.1e-05 2.6e-04 4.5e-04 3.8e-03 2.2e-03 | 2.1e4+00
Grofe 1.0e4-00 2.6e+02 1.6e+-04 2.0e+06 1.0e4+06 | 1.7e407
Delta-Offset | -1.1e+10 -3.2e4+09 | -1.1e+07 -1.9e+-06 3.1e+09 | 1.1e+10
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(d) Ubersichtsinformationen zu RND-W



[ Attribut | SEQ-R | SEQ-W | RND-R | RND-W | SEQ | RND |

GroBe 0.96 0.99 0558 | 0.2478 | 0.973 | 0.3291
Delta-Offset NA NA 0.019 | 0.0015 | NA | 0.0069
OpTyp NA NA NA NA | 0.018 | -0.1068

Tabelle 6.2: Korrealtionen der Attribute zur Zugriffsdauer auf den verschiedenen
Datensatzen

einen linearen Zusammenhang iiber den gesamte Datensatz ausdriicken. Die zweite
Erklarung trifft gerade fiir OpTyp zu. Das kann bereits beim Vergleich der Mediane
und arithmetischen Mittelwerte zwischen SEQ-R und SEQ-W bzw. RND-R und
RND-W erkannt werden. Obwohl bei den beiden Experimenten mit sequentiellen
Zugriffen die exakt gleichen Zugriffe gemacht wurden, ist das arithmetische Mittel
der Zugriffszeiten auf SEQ-W etwa 13% und der Median etwa 65% hoher, die
errechnete Korrelation liegt dagegen nur bei 1.8%. Zwischen RND-R und RND-W
ergibt sich ein dhnliches Bild. Um dies noch genauer zu untersuchen, werden die
arithmetischen Mittelwerte der Zugriffszeiten auf SEQ-R und SEQ-W fiir einzel-
ne Zugriffsgrofien miteinander verglichen. Die mittlere Zugriffsdauer fiir 16 MiB
liegt im sequentiellen Fall fiir lesende Zugriffe bei 14.09 Millisekunden und fiir
schreibende bei 16.96 Millisekunden, das Lesen geht also etwa 17% schneller. Fur
die Zugriffsgrofle von einem 4 KiB ergibt sich mit einer Zugriffszeit von 0.0154
Millisekunden beim Lesen gegeniiber 0.0139 Millisekunden fiir das Schreiben eine
etwa 10% langere Laufzeit beim Lesen.

Darstellung der Messungen

Nachdem nun ein grobes Verstéindnis fiir die vorliegenden Messdaten erlangt worden
ist, folgt eine Betrachtung der tatsdchlichen Messungen in Zeitreihe. Eine Zeitreihe,
also eine zeitlich sortierte Folge von Messungen, existiert zu jeder Messreihe. Bei der
Betrachtung der Ubersichtsinformationen wurde festgestellt, dass die Zugriffsgrofie
sehr stark mit der Laufzeit einer Messung korreliert. In den Graphen in Abbildung
6.1 sind die Messungen der verschiedenen Datensédtze daher nach Zugriffsgrofie
sortiert dargestellt. Die drei Messreihen zu jeder Grofie werden direkt hintereinander
abgebildet. Auf diese Weise werden die Graphen bei der Evaluierung der Modelle
auch dargestellt werden. Die Korrelation der beiden Attribut Zugriffsgrofie und
Laufzeit ist deutlich erkennbar, die Laufzeiten nehmen im Mittel zu. Doch es ist
auch zu erkennen, insbesondere bei RND-R, dass die Laufzeiten aufgrund der
Streuung von weiteren Faktoren abhangen miissen.

Wenn nicht anders angegeben wird in allen Graphen nur jeder 25te Datenpunkt
gezeichnet, um es etwas iibersichtlicher zu machen. Zudem werden alle Punkte
halbtransparent dargestellt, sodass tiberdeckte Schichten und Haufungspunkte
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Abbildung 6.1: Messungen der Laufzeiten nach Zugriffsgrofle sortiert dargestellt.
Von links nach rechts 1 B, 4 B, 16 B, 64 B, 256 B, 1 KiB, 4 KiB, 8 KiB,
16 KiB, 64 KiB, 256 KiB, 512 KiB, 1 MiB, 2 MiB, 4 MiB, 8 MiB und
16 MiB

erkannt werden konnen. In den Abbildungen, in denen die Messungen in zeitlicher
Reihenfolge abgebildet werden, werden teilweise die obersten 1%, also die lang-
samsten Datenpunkte, abgeschnitten, um den wesentlichen Teil der Punkte besser
erkennen zu kénnen. Oft ist eine logarithmische Darstellung der Y-Achse hilfreich,
damit zwischen den Messungen einer Zugriffsgrofle unterschieden werden kann.

Verteilung der Zugriffszeiten

Der in Abschnitt 4.2.2 beschriebene Zusammenhang zwischen E/A-Pfad und Zu-
griffszeit wurde anhand von Abbildung 6.1a verdeutlicht. Fiir RND-R ergeben
sich dhnliche Beobachtungen, wahrend die Abhéngigkeit zwischen E/A-Pfad und
Laufzeit bei den beiden Abbildungen zu Messreihen mit zufélligen Dateizugriffen
weniger deutlich zu sein scheint. Aber auch hier lésst sich teilweise eine Aufspaltung
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der Messungen mit gleicher Zugriffsgrofie in zwei Gruppen beobachten.

Wenn die Messpunkte nach der Laufzeit sortiert werden (siche Abbildung 6.2),
konnen die verschiedenen Stufen der Laufzeiten besser betrachtet werden. Bestimmte
Laufzeiten kommen héufiger vor, sie kennzeichnen sich als Auftritt der Stufen.
Andere Laufzeiten kommen dagegen seltener vor, sie bilden eine Senkrechte. Die
Stufen entstehen einerseits durch die Messung unterschiedlicher ZugriffsgroBen (mit
grofleren Absténden zwischen verschiedenen Grofien), teilweise lassen sie sich aber
auch als die beschriebenen E/A-Pfade im System interpretieren.

Die geringe Aufteilung der Messungen in Gruppen bei den beiden Datenséatzen
zu schreibenden E/A-Aufrufen sprechen dafiir, dass die Stufen durch die Messung
verschiedener Zugriffsgrofien entstanden sind. Der andere Fall lasst sich besonders
gut bei RND-R erkennen. Die Zugriffszeiten zu einer Gréfe teilen sich in Abbildung
6.1c in etwa drei Gruppen auf, eine langsame, eine mittlere und eine schnelle.
Die Gruppen verschiedener ZugriffsgroBen kénnen teilweise zu einem E/A-Pfad
zusammengefasst werden. Die Haufungen finden sich dann auf einer horizontalen
Linie. Die Laufzeit ist fiir die horizontal nebeneinanderliegenden Gruppen nicht
vorwiegend von der Zugriffsgrofie abhangig, sondern in unserer Interpretation von
dem Pfad, den die entsprechenden Aufrufe im System genommen haben.

Betrachtung der AusreiBBer

Als Ausreifler werden fur alle Attribut-Tupel die Messungen mit den 10% kiirzesten
und langsten Laufzeiten behandelt. Die Verteilung der Ausreiler ist in Abbildung
6.3 zu erkennen. Bei den randomisierten Messungen gibt es pro Attribut-Tupel
nur ein bis drei Messungen. Eine Ausreiflerbetrachtung, wie sie hier gemacht wird,
macht auf den entsprechenden Datensatzen keinen Sinn. Die Stichprobe zu den
verschiedenen Attribut-Tupel ist daftir zu klein. Die Ausreiflervorhersage wird
dementsprechend im Folgenden nur auf dem sequentiellen Datensatz durchgefiihrt.
In Abbildung 6.3 sind die Ausreifler rot markiert, sie befinden sich gerade an den
oberen und unteren Enden einer Stufe.

Betrachtung der Laufzeiten pro ZugriffsgroBe

Um die unterschiedlichen Laufzeiten innerhalb einer Zugriffsgrofle zu untersuchen,
habe ich in den Abbildungen von 6.4 bis 6.6 fiir die GroBen 1 B, 16 KiB und 2 MiB alle
Messungen zu diesen Groflen betrachtet. In den Graphen ist gut zu erkennen, dass
die Varianz der Laufzeiten im sequentiellen Fall wesentlich geringer ausféllt, als bei
den randomisierten Messungen. Teilweise lassen sich die verschiedenen Messreihen
(eine Messreihe umfasst 10000 Messungen, aufler im 2 MiB Fall, dort sind es 5000)
am Muster der Zugriffszeiten voneinander unterscheiden. So ist beispielsweise eine
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Abbildung 6.2: Messungen der Laufzeiten sortiert dargestellt.
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Verschiebung des Musters bei 6.5¢ nach 10000 und 20000 Messungen deutlich
zu erkennen. Abhéngig vom Systemzustand zum Beginn der Messreihe konnten
die Anfragen also im Mittel unterschiedlich schnell bearbeitet werden. In einigen
Bildern lassen sich auch kurzzeitige Maxima oder Minima zwischen den Messreihen
feststellen. Beim sequentiell lesenden Fall fiir ein Byte (Abbildung 6.4a) dauern die
ersten Messungen jeweils wesentlich langer, bis sich ein niedriger Wert eingependelt
hat. Es konnte sein, dass hier nach einigen Zugriffen die Read-Ahead Caching-
Strategie greift, die geforderten Daten befinden sich dann im Moment der Anfrage
bereits im Cache. Dies macht auch Sinn, da sehr gut vorhersehbar ist, auf welche
Daten beim sequentiellen Zugriff als néchstes zugegriffen werden.

Fiir die randomisierten Zugriffe ist der nédchste Zugriffsort nicht vorhersehbar,
sodass ein solches Verhalten, wie es bei SEQ beobachtet wurde, nicht moglich ist
und es kann auch in keiner Abbildung erkannt werden.

Ein interessantes Verhalten kann in Abbildung 6.5a beobachtet werden. Zu Beginn
jeder Messreihe werden die ersten E/A-Zugriffe zuverlissig sehr schnell ausgefiihrt,
dann steigt die mittlere Zugriffszeit rapide an und oszilliert stark. Moglicherweise
wird in diesem Fall solange der Arbeitsspeicher aufgefiillt bis der Platz nicht mehr
ausreicht und aufwendigere Speicherverwaltungen Platz fiir die neuen Daten im
Speicher schaffen miissen.
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Abbildung 6.4: Detailbetrachtung aller Messungen mit Zugriffsgrofie 1 B
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Abbildung 6.5: Detailbetrachtung aller Messungen mit Zugriffsgrofie 16 KiB
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Abbildung 6.6: Detailbetrachtung aller Messungen mit Zugriffsgrofie 2 MiB



Ausschnittweise Betrachtung der Messungen

Um die Messdaten zur Untersuchung noch detaillierter darzustellen, miissen kleine
Ausschnitte herausgegriffen werden. Zunéchst betrachte ich die ersten 250 Messun-
gen jedes Experiments. In der Abbildung 6.7b zum Datensatz SEQ-W scheint eine
gewisse Periodizitét der Zugriffszeiten vorhanden zu sein. Etwa alle 45 Messungen
gibt es einen grofleren Sprung, alternierend sind die Laufzeiten jeweils etwas langsa-
mer und schneller. Nach genau 123 Punkten scheint sich das Muster zu wiederholen,
dort befindet sich der zweitgrofite Messwert der Laufzeit in diesem Ausschnitt.
Ein erstes simples Modell kénnte es nun sein, eine Fortfithrung der augenscheinli-
chen Periodizitat anzuwenden, indem die ersten 123 Zugriffszeiten fiir die Laufzeiten
123 bis 246 vorhergesagt werden. Wenn man diese Vorhersagen jedoch iiber die
tatsachlichen Zugriffszeiten legt (siehe Abbildung 6.8), so erkannt man doch, dass
der Verlauf der Messungen von dieser Periode abweicht.

Bei den anderen Graphen kann keine so simple Periodizitdt beobachtet werden.
In den Graphen 6.7a und 6.7c sind besonders starke Ausreifer nach oben in den
Laufzeiten zu erkennen. In Abbildung 6.7d sind dagegen einige Ausreifler, die
wesentlich schneller bearbeitet wurden.

Einzelne sehr starke Ausreifler wie bei SEQ-R sind vermutlich durch auflergewthn-
lich grofle queue-Zeiten entstanden. Regelméafligere Ausreifler sind ein Zeichen fiir
systematisch anders behandelte E/A-Zugriffe, die sich vielleicht durch verschiedene
E/A-Pfade unterscheiden.

Eine weitere Detailbetrachtung mache ich willkiirlich bei den Messungen 100 001

bis 100 250. In diesem Fall scheint eine Periodizitat in den Zugriffszeiten zu SEQ-
R vorhanden zu sein. In Abbildung 6.10 wurde eine Uberlappung von Laufzeit
und Vorhersage wie zuvor durchgefithrt (diesmal werden die ersten 129 Messungen
wiederholt). Man erkennt, dass dieses simple Modell die Ausreifler fiir diesen kleinen
Ausschnitt tatsédchlich exakt vorhersagen kann.
Im Allgemeinen kann dies jedoch offensichtlich nicht funktionieren. Doch die
Annahme einer gewissen Periodizitat in der Leistung des E/A-Systems scheint
gerechtfertigt zu sein. Ein Modell, das versucht diese auszunutzen muss dabei eine
komplexere Methode als schlichtes Ubertragen vorheriger Leistungswerte ausnutzen,
ansonsten kann es wohl nur in duflerst eingeschranktem Mafle korrekte Leistung
vorhersagen.
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6.4 Analyse der Fehlerklassen

Alle Modelle werden auf den zusammengefiihrten Datensétzen aus lesenden und
schreibenden Zugriffen angewendet. Daher gibt es im Folgenden nur noch jeweils
eine Abbildung zu den sequentiellen und eine zu den Messungen mit zufalligem
Dateizugriff. Zunachst werden zu einer Zugriffsgrofle alle Messreihen mit lesen-
den Aufrufen gezeichnet, danach kommen die schreibenden Zugriffe. Die in 4.4.3
eingefithrten Fehlerklassen untersuche ich anhand der Ergebnisse, die aus der
Clusteranalyse der Residuen von LinReg G entstanden sind.

Die Laufzeit-Vorhersagen von LinReg G werden in 6.5.1 genauer betrachtet. Um
den Prozess der Generierung der Fehlerklassen besser zu verstehen, werden die
entsprechenden Graphen schon einmal vorgezogen, die Vorhersagen des Modells
fiir beide Datensétze sind in Abbildung 6.11 zu sehen. Fiir die Bestimmung der
Fehlerklassen werden die Residuen des Modells verwendet, diese ergeben sich
aus dem Abstand der vorhergesagten Laufzeiten (in blau) zu den tatséchlichen
Laufzeiten (in grau).

In den Abbildungen 6.12a und 6.13a sind in Zeitreihe die Residuen aufgezeichnet,
die LinReg G auf den sequentiell, respektive randomisiert, ausgefithrten Messungen
mit seinen Vorhersagen gegentiber den tatséchlichen Laufzeiten erreicht hat. Das
Modell LinReg G kann nicht zwischen den Operationsarten unterscheiden, auf
SEQ fithrt dies zu etwa gleichen Modellabweichungen fiir lesende und schreibende
Zugriffe, auf RND werden die weit verstreuten Laufzeiten zu lesenden Zugriffen
schlechter approximiert. Die absolute Abweichung wéchst bei sequentiellem Zugriff
mit der Grofle der E/A-Aufrufe, fir die zufilligen Zugriffe gilt dies nur bedingt. Auf
den kleinsten Zugriffsgrofien werden kleine Fehler gemacht, danach bleibt der Betrag
in etwa auf einem Niveau. Ein Grund fir hohere Abweichungen bei Messungen mit
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langeren Zugriffszeiten ist, dass ein bestimmter relativer Fehler zu entsprechend
hoheren absoluten Fehlern fithrt. Fiir den plotzlichen und sehr starken Anstieg der
Residuen auf hoheren Zugriffsgroflen kann dies aber vermutlich nicht die einzige
Erklarung sein.

In den Graphen 6.12b und 6.13b ist durch farbliche Markierung die Zugeho-
rigkeit der Messpunkte zu ihren Fehlerklassen dargestellt. Die Unterscheidung in
verschiedene Klassen findet in horizontalen Linien statt. Jede Klasse deckt einen
bestimmten Bereich der Residuen ab. Bei den sequentiellen Messungen werden
nur die hoheren Zugriffsgroffen durch Fehlerklassen differenziert, bei den zuféalligen
Zugriffen wird bereits bei kleineren Zugriffsgrofien unterschieden. Die auf RND
gefunden Fehlerklassen beziehen sich grofitenteils auf die lesenden Zugriffe, dies
deckt sich mit der Beobachtung in Kapitel 6.3, dass es in RND-R grofie Varianzen
in den Laufzeiten zu einer Zugriffsgrofle gibt.

Bei der Betrachtung der Graphen, in denen nach Fehler sortiert wurde (Abbildung
6.12¢ und 6.13c ), konnen die Anzahlen der jeweils zugeordneten Punkte zu den
Klassen gut quantifiziert werden. In beiden Fallen enthalt eine Klasse den Grofiteil
der Punkte. Die Klassen, die Bereiche mit dhnlich grofien Residuen abdecken,
enthalten noch einen grofleren Anteil der Messdaten. Den weiteren Fehlerklassen
werden nur sehr wenige Messungen zugeordnet. Es gibt recht wenig Messungen mit
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sehr hohen und niedrigen Residuen, die werden allerdings durch mehrere Klassen
abgedeckt. So werden die obersten 5% der Modellabweichungen vom sequentiellen
Datensatz in 5 Klassen aufgeteilt.

Die beiden Abbildungen 6.12d und 6.13d zeigen die Dichteverteilungen der
Fehlerklasse, die den kleinsten Fehler abdeckt, sowie der néchst kleineren und
grofleren Fehlerklasse. Idealerweise sollte die Dichte einer Fehlerklasse nur eine
Spitze enthalten. Die Klasse reprasentiert dann genau einen Fehlerbetrag, der dann
einem E/A-Pfad entsprechen sollte. Auf den sequentiellen Daten weisen die Dichten
klar voneinander unterscheidbare Spitzen auf. Ebenso hat die Dichte der Fehlerklasse
links vom Nullpunkt sowie die um den Nullpunkt auf RND klar definierte Spitzen.
Die Verteilung der Dichte rechts vom Nullpunkt auf den randomisierten Daten
weist allerdings keine Spitze auf. Diese Klasse stellt daher keinen E/A-Pfad dar. Die
Fehlerklassen mit mehreren Spitzen hétten unter Umstanden noch weiter unterteilt
werden miissen, um die E/A-Pfade korrekt darzustellen. Diese Beobachtungen
konnten darauf hinweisen, dass auf den Messungen mit sequentiellem Zugriff
eigentlich eine grofiere Anzahl Cluster-Gruppen benétigt worden wére, um alle E/A-
Pfade zu reprasentieren, wahrend bei den Messungen mit zufalligen Dateizugriffen
weniger genutzt werden miissten.
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gemittelte Angaben Angaben zu den Residuen zugeordnete Messungen
Klasse | Durchsatz (B/s) [ GréBe (B) | Dauer (s) | Min (s) [ Durchschnitt (s) | Max (s) | auf SEQ selbst [ auf RND
1 3.8e4+09 1.7e4-07 0.00452 | -1.2e-02 -1.1e-02 | -6.7e-03 101 15157
2 1.3e+09 1.2e407 0.00948 | -6.0e-03 -1.4e-03 | -1.0e-03 2128 818047
3 1.3e4-09 6.1e+06 0.00490 | -1.0e-03 -6.6e-04 | -4.7e-04 8689 14653
4 1.7e+09 1.8e+06 0.00137 | -4.7e-04 -2.8e-04 | -2.0e-04 38820 5237
5 1.6e+09 9.4e+05 0.00073 | -2.0e-04 -1.3e-04 | -5.9e-05 71237 2936
6 4.3e+08 1.1e+05 0.00011 | -5.9e-05 9.2e-06 2.2e-04 682997 4363
7 6.8e+08 1.6e+06 0.00193 | 2.2e-04 4.3e-04 1.1e-03 29496 10367
8 7.8e4-08 7.5e+06 0.00869 | 1.1e-03 1.9¢-03 | 3.7e-03 3527 19779
9 6.5e408 1.2e4-07 0.01653 | 3.8e-03 5.7e-03 1.1e-02 527 57977
10 1.6e4-08 4.1e+06 0.02094 1.1e-02 1.7e-02 4.0e-02 78 71484
(a) Fehlerklassen aus LinReg G auf SEQ
gemittelte Angaben Angaben zu den Residuen zugeordnete Messungen
Klasse | Durchsatz (B/s) [ GréBe (B) | Dauer (s) | Min (s) [ Durchschnitt (s) [ Max (s) | auf RND selbst | auf SEQ
1 1.4e4+09 1.5e4+07 0.0130 | -0.0210 -0.0090 | -0.0069 9467 100
2 9.9e+08 9.1e+06 0.0101 | -0.0069 -0.0047 | -0.0036 54371 8
3 2.3e+08 1.4e+06 0.0024 | -0.0036 -0.0025 0.0036 825974 836841
4 5.5e+07 1.2e+06 0.0143 0.0036 0.0096 0.0156 85462 610
5 6.1e+07 2.3e+06 0.0276 0.0156 0.0216 0.0366 37862 39
6 5.8e407 4.0e+06 0.0598 0.0366 0.0516 0.0976 4695 2
7 3.2e+07 4.7e+06 0.1528 0.0977 0.1438 0.2066 1443 0
8 4.5e406 1.2e4+06 0.2741 0.2067 0.2696 0.4728 567 0
9 3.0e4-05 1.6e+05 0.6956 0.4822 0.6923 1.0063 123 0
10 9.4e+02 1.0e+03 1.3627 1.0396 1.3597 2.1216 36 0

(b) Fehlerklassen aus LinReg G auf RND

Tabelle 6.3: Fehlerklassen sortiert nach durchschnittlichem Residuum

Das Modell LinReg G scheint generell schon recht gut zu sein, da die Fehler

sich fiir die Klassen mit dem kleinsten durchschnittlichen Fehler sammeln. Es gibt
allerdings einige Datenpunkte, die das Modell sehr schlecht vorhersagen konnte.
Die Annahme ist nun, dass die Messergebnisse mit stark abweichenden Residuen im
Allgemeinen unterschiedlich vom System verarbeitet wurden, sodass Fehlerklassen
die unterschiedlichen E/A-Wege im System reprasentieren. Dabei muss immer
beachtet werden, dass die Vorhersage von Messungen mit hoheren Zugriffsgrofien
auch zu grofferen Abweichungen fiihrt.
Ein Modell, das eine Modellierung mit dem zuséatzlichen Wissen dieser Klassenzu-
ordnungen vornimmt, sollte die Ausreifler, die LinReg G schlecht bestimmt hat,
wesentlich besser vorhersagen kénnen. Fiir die Vorhersage der vielen Messungen mit
Residuen um den Nullpunkt herum hat ein Modell mit Fehlerklasseninformationen
jedoch keine weiteren Vorteile.
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Detailbetrachtung der Fehlerklassen

In den Tabellen 6.3 wurden die Fehlerklassen nach dem arithmetischen Mittel der
Residuen (Durchschnitt) der enthaltenen Datenpunkte sortiert. Zu jeder Fehlerklas-
se wird der von ihnen abgedeckte Bereich der Residuen angegeben, dieser erstreckt
sich von der ihm zugeordneten Messung mit dem kleinsten Fehler (Min) bis zu
der Messung mit dem grofiten Fehler (Max). Desweiteren ist zu jeder Klasse der
mittlere Durchsatz in Byte pro Sekunde, die mittlere Zugriffsgrofie in Bytes und die
mittlere Laufzeit in Sekunden aufgefiihrt. Zuletzt wird die Anzahl Datenpunkte,
die sich in dem abgedeckten Bereich der Klasse befinden, angegeben, zum einen
fiir den Datensatz auf dem sie erstellt wurden und auch fiir den jeweils anderen
Datensatz.

An den Anzahlen der Messungen, die den Fehlerklassen zugeordnet wurden
(auf SEQ selbst bzw. auf RND selbst) spiegelt sich wieder, was bereits zuvor
beobachtet wurde. Den Fehlerklassen im Bereich der kleinen Residuen werden
sehr viele Messungen zugeordnet. Umso grofler der absolute Wert der abgedeckten
Residuen ist, desto weniger Messungen gehoren zu der Klasse.

Wenn die Fehlerklassen E/A-Pfade représentieren, sollten sie sich durch einen
spezifischen Durchsatz kennzeichnen. Fir die Fehlerklassen auf RND wird dies im
Wesentlichen auch erreicht. Den ansteigenden durchschnittlichen Residuen werden
abnehmende Durchséatze zugeordnet, es gibt also ein umgekehrt proportionales Ver-
halten zwischen Residuum und Durchsatz. Die Fehlerklassen 4, 5 und 6 entsprechen
alle etwa dem gleichen Durchsatz, hier scheint es eher eine Differenzierung nach
Zugriffsgrofien gegeben zu haben. Die Zuordnung von Durchsatz zum mittleren
Residuum auf SEQ gelingt nicht so erfolgreich.

Ein Hinweis auf gute Unterscheidung von E/A-Pfaden durch Fehlerklassen ist
es, wenn es mehrere Klassen mit gleichen Zugriffsgrofien, aber unterschiedlichen
Durchsatzen gibt. Dafiir gibt es auf beiden Datensétzen positive und negative
Beispiele. So haben Klasse 4 und 7 auf SEQ mit 1.8 - 10° und 1.6 - 10° Bytes sehr
ahnliche ZugriffsgroSen, aber mit 1.7 - 10° und 6.8 - 108 Bytes pro Sekunde einen
wesentlich unterschiedlichen Durchsatz. Klasse 4 und 8 auf RND weisen sogar die
gleiche mittlere Zugriffsgrofie auf.

Insgesamt scheint die Zuordnung von Fehlerklassen zu E/A-Pfaden durchaus zu
gelingen, auf RND funktioniert es eventuell noch etwas besser als auf SEQ.

Anwendung der Fehlerklassen auf dem jeweils anderen Datensatz

Anhand einer weiteren Betrachtung der Fehlerklassen sollen die Unterschiede
zwischen den Klassen auf den beiden Datenséitzen analysiert werden. Dazu werden
die Fehlerklassen-Klassifikatoren auf einem Datensatz generiert und auf dem jeweils

o8



Zuordnung von RND-Residuen zu SEQ-FK

RND mit SEQ-Fehlerklassen

Abbildung 6.14: Anwendung der auf SEQ mit LinReg G erstellten Fehlerklassen
zur Zuordnung der Messungen in RND

anderen Datensatz zur Zuordnung der Messungen genutzt. Eine Skizze zu diesem
Ablauf ist in Abbildung 6.14 zu sehen.

Die Neuzuordnung wurde ebenso gemacht, wie sie vom k-means-Algorithmus
durchgefiihrt wird. Fiir alle Klassen wurden die mittleren Residuen nach Zuordnung
der Punkte auf dem urspriinglichen Datensatz berechnet und dann wurde jeder
Datenpunkt im anderen Datensatz der Klasse zugeordnet, die am néchsten an
seinem eigenen Residuum liegt.

Die Ergebnisse sind einerseits in Abbildung 6.15 dargestellt und andererseits in
den letzten Spalten in den Tabellen 6.3a und 6.3b beziffert.
Fir SEQ ist deutlich zu sehen, dass ein Grofiteil der Punkte derselben Fehlerklasse
zugeordnet worden sind. Dadurch findet zwischen den Messungen in der Abbildung
6.15a keine Unterscheidung mehr statt. In der Abbildung 6.15b mit sortierten
Residuen ist zu erkennen, dass das gesamte Plateau aus Messungen mit Residuen
um den Nullpunkt und die Fortsétze in beide Richtungen zu dieser einen Klasse
gehoren. Die Zahlen zu auf SEQ in Tabelle 6.3b bestédtigen diese Erkenntnis. Es
befinden sich 836 841 von von 837600 Messungen in derselben Klasse, wenn RND-
Fehlerklassen auf SEQ genutzt werden. Dies ist die Klasse mit kleinstem mittleren
Residuum, der auch auf RND selbst ein Grofiteil der Messungen zugeordnet wurden.

Dagegen wird bei RND mit Fehlerklassen aus SEQ (Abbildungen 6.13c und 6.13d)
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Abbildung 6.15: Darstellung der Fehlerklassen, die aus aus dem jeweils anderen
Datensatz stammen

in dem Bereich mit kleinerem Fehler nun starker als zuvor differenziert, wahrend
alle Messungen mit groflerem Residuum dieselbe Klasse haben. Die Fehlerklassen
von SEQ sind so gesehen recht gut zur Differenzierung der Datenpunkte auf RND
nutzbar. Dies ist auch in Tabelle 6.3a den Werten fiir RND zu entnehmen. Die
meisten Messungen wurden Klasse 2 zugeordnet, allerdings wurden auch den ande-
ren Klassen einige Messungen zugewiesen. Dies ist dem Umstand geschuldet, dass
die SEQ-Fehlerklassen in dem Bereich mit kleinem Residuum starker differenzieren
als die RND-Fehlerklassen. Da die allermeisten Messungen aus RND zur Klasse
mit dem geringsten Residuum gehoren, konnten diese Messungen nun etwas besser
unterschieden werden.

Diese Beobachtungen ergeben sich, da die Aufrufe mit sequentiellen Dateizugriff
im Allgemeinen erheblich kleinere Residuen haben, als die Aufrufe mit zufilligem
Dateizugrift.
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6.5 Leistungsvorhersage

Nachdem die aus den Benchmark-Tests erhaltenen Messdaten untersucht und
aufbereitet worden sind, werden nun die verschiedenen Modelle auf diese Daten
angewendet. Die Modellabweichungen gegentiber den tatséchlich gemessen Werten
kéonnen dazu genutzt werden, weitere Informationen tiber die Beschaffenheit der
Messdaten zu erlangen und letztendlich das E/A-System besser zu verstehen.

Die Modelle werden jeweils auf der Verkettung der Datenséitze fiir lesende
und schreibende Zugriffe pro Anwendungsfall gelernt, also auf SEQ und RND.
Die Trainingsdaten der neuronalen Netze bestehen aus 1000 zuféllig bestimmte
Messungen pro Zugriffsgrofle und Operationstyp. Insgesamt stehen dem Netz somit
34000 Datenpunkte zum Lernen zur Verfligung. Dies sollte eine relevante Stichprobe
der Messdaten sein, gleichzeitig bleibt der Trainingsaufwand fiir die Netze so in
einem angemessen Rahmen von einigen Minuten bis wenigen Stunden. Die restlichen
Daten werden als Testdatensatz zur Berechnung der Fehlermetriken verwendet.

6.5.1 Analyse der Referenzmodelle

Die Ergebnisse der in Kapitel 4.5 beschriebenen Referenzmodelle zu den Fehlerme-
triken sind in Tabelle 6.4 zu sehen. Zusétzlich zu den Fehlermetriken MAFE, MAPE,

MSPE, RQ3 und MAX, gibt die Spalte Typ an, ob das Modell auf aggregierten
Daten (agg) oder auf individuellen Messungen (Ind) in Zeitreihe gelernt wurden.

Eine positive Beobachtung in den Ergebnissen auf SEQ ist zunéchst, dass alle
Metriken einen dhnlichen Trend der Modelle aufzeichnen, die Modelle verhalten
sich insofern konsistent. Das gilt im Wesentlichen auch fiir RND, jedoch hat das
Modell Median agg einen sehr hohen maximalen Fehler. Dies fithrt entsprechend
zu einem vergleichsweise hohen MSPE-Wert, obwohl der relative arithmetische
Fehler noch recht gering ist. Wie bereits vermutet, sind die Vorhersagen auf
dem Datensatz mit randomisierten Zugriffen schwieriger zu machen, sodass die
Modellabweichungen wesentlich hoher sind. Dies gilt insbesondere fiir die Modelle,
die auf linearer Regression basieren. Eine Ausnahme bilden die Fehlerklassen-
Modelle, diese Modelle konnen weiterhin sehr gute mittlere Vorhersagen treffen,
einige Messungen konnen auf RND allerdings scheinbar sehr schlecht vorhergesagt
werden, sodass RMax und MSPE hoher als beim sequentiellen Datensatz sind.

Insgesamt sind die Ergebnisse der Referenzmodelle auf SEQ bereits iiberraschend
gut. Die Modelle Median Agg und LinReg G haben eine durchschnittliche Modell-
abweichung von 0.06-0.08 Millisekunden gegeniiber den sequentiell durchgefithrten
Zugriffen.

Auf RND erreichen nur die Median agg-Modelle gute Werte fiir die Fehlermetriken.
Da die Aggregate der Attribut-Tupel auf RND allerdings nur wenige Messungen
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[ Modell [ Typ | MAE (s) [ MAPE (%) [ MSPE (%) [ RQ3 (%) | RMax (%)

LinRegFK Median agg | Agg 1.9e-05 6.6 13 7.1 96
TupellFK Median agg | Agg 1.9¢-05 6.7 13 7.3 96
Median agg | Agg 6.2e-05 11.1 24 10.0 283

LinReg G | Ind 7.6e-05 50.8 59 73.7 326

LinReg G+D | Ind 7.6e-05 50.8 59 73.7 326

LinReg G+D+0O | Ind 8.7e-05 191.3 249 274.8 485
LinReg G | Agg 1.4e-04 317.3 394 533.2 660
Durchschnitt | Agg 5.9e-04 2939.6 3757 5009.9 6537

(a) Anwendung der Referenzmodelle auf SEQ

[ Modell [ Typ | MAE (s) [ MAPE (%) [ MSPE (%) | RQ3 (%) | RMax (%)

TupellFK Median agg | Agg 0.00026 8.4 43 9.4 4527
LinRegFK Median agg | Agg 0.00029 11.8 74 9.6 4527
Median agg | Agg 0.00167 79.3 9008 15.0 7719764

LinReg G | Agg 0.00436 4569.0 11632 932.6 38497

LinReg G Ind 0.00476 5578.4 14185 1158.1 46941

LinReg G+D Ind 0.00476 5578.1 14197 1157.6 49614

LinReg G+D+0O Ind 0.00429 8476.5 22531 534.8 76554
Durchschnitt | Agg 0.00692 10243.5 26035 2204.5 86139

(b) Anwendung der Referenzmodelle auf RND

Tabelle 6.4: Ergebnisse der Referenzmodelle zu den Fehlermetriken

enthalten, ist es in diesem Fall fast so, als wiirden die Median-Agg-Modelle zur
Vorhersage die Laufzeiten zu den Messungen schlicht auslesen. Die guten Ergebnisse
dieser Modelle auf RND waren also zu erwarten.

Die LinReg-Modelle erreichen auf RND teilweise kaum bessere Ergebnisse als das
Durschnitts-Modell. Durchschnittliche Fehler von mehreren tausend Prozentpunkten
konnen kaum sinnvollen Vorhersagen entsprechen.

Das Modell, das immer die Durchschnittsdauer vorhersagt, definiert mit seinen

Ergebnissen eine absolute untere Grenze, die alle anderen Modelle iibertreffen
sollten, denn bei diesem Modell geht praktisch keine Expertise in die Vorhersage
ein.
Tatséchlich ist dies auch gegeben. Durchschnitt erreicht die hochsten Werte fiir die
Fehlermetriken in beiden Testfallen. Die Modelle mit aufwendigerer Modellierung
halten diesem Anspruch also stand und sind soweit gerechtfertigt. Auch wenn, wie
erwahnt, die LinReg-Modelle scheinbar kaum lineare Zusammenhénge auf RND
ausnutzen konnen.

Die Modelle, die Fehlerklassen ausnutzen, erzielen bei beiden Anwendungsféllen
sehr gute Ergebnisse. Ein durchschnittlicher relativer Fehler von 6 — 7% gegentiber
den sequentiellen Messungen bzw. 8 —12% gegeniiber den randomisierten Messungen
durch die Modelle, deutet daraufhin, dass die Vorgange im E/A-System mit Hilfe
der Fehlerklassen im Wesentlichen korrekt reprasentiert werden. Ob tiber eine
groffere Messreihe ein wesentlich geringerer durchschnittlicher Fehler als einige
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Prozentpunkte iiberhaupt erreicht werden kann, ist fraglich, da das Messrauschen
durch unvorhersehbare Ereignisse sowohl auf System- als auch Bauteilebene in
diesen Bereichen eine zu grofie Bedeutung zukommt.

Die Erkenntnisse, die aus den LinReg-Modellen gezogen werden konnen, sind:

o Wie bereits aufgrund der berechneten linearen Korrelationen vermutet werden
konnte, kann nur die ZugriffsgroBe von der linearen Regression erfolgreich zur
Bestimmung der Laufzeit ausgenutzt werden.

o Die Hinzunahme des Delta-Offsets fiihrt zu keinen Anderungen an den Er-
gebnissen, das Delta-Offset kann somit hochstens durch komplexere Modelle
zur besseren Vorhersage der Laufzeit genutzt werden.

e Die weitere Hinzunahme des Operationstyps verschlechtert die Ergebnisse
sogar, scheinbar fiihrt der OpTyp zu widerspriichlichen Informationen iiber
die Laufzeit.

o SEQ lasst sich also bereits sehr gut durch den linearen Zusammenhang
zwischen Zugriffsgrofle und Laufzeit beschreiben, wahrend fiir RND diese
Abhangigkeit unzureichend fiir eine gute Bestimmung der Zugriffszeiten ist.

Aufgrund des geringen Nutzens der Attribute Delta-Offset und OpTyp fiir die
lineare Regression wird im Folgenden nur das Modell tiber die Zugriffsgrofe be-
trachtet. Da LinReg G auf SEQ wesentlich bessere Werte mit Eingabedaten als
individuelle Messungen hat, und die Leistung fiir Agg und Ind auf RND in etwa
gleichauf sind, wird nur LinReg G mit Einzelmessungen berticksichtigt.

Betrachtung der Vorhersagen von Referenzmodellen

Um genauer zu verstehen, wie die Referenzmodelle die Messdaten annéahern, ist
es notwendig, sich die vorhergesagten Werte gegeniiber den tatsdchlichen Werten
anzuschauen. Wie zuvor sind die Messdaten nach Zugriffsgrofie und Operationstyp
sortiert.

In den Abbildungen 6.16 und 6.17 sind die vorhergesagten Laufzeiten von Durch-
schnitt, LinReg G, Median Agg und LinRegFK Median agg dargestellt. Die erreichte
Qualitat der Vorhersagen der Modelle lasst sich recht gut anhand der Starke der
Differenzierung zwischen den Zugriffsgrofien erkennen:

o Durchschnitt kann aufgrund der Aggregierung iiber samtliche Messungen
itberhaupt nicht zwischen Messungen differenzieren und erreichte entsprechend
die schlechtesten Ergebnisse der Fehlermetriken.
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e LinReg G kann einige Zugriffsgroffen unterscheiden, versagt jedoch bei den

kleinsten Zugriffen. Die aufwendigeren Zugriffe konnen scheinbar recht gut
als linear abhéngig von der Zugriffsgrofie modelliert werden, fiir die kleineren
Groflen gilt dies jedoch nicht mehr.

Median agg kann durch die Aggregierung nach Attribut-Tupel natiirlich
alle Groflen unterscheiden und erreicht damit unter den Modellen ohne
Fehlerklassen die besten Ergebnisse.

LinRegFK Median agg kann, mit Hilfe der Fehlerklassen, zusétzlich innerhalb
einer Zugriffsgrofle weitere Differenzierungen der Messungen durchfithren
und erreicht entsprechend die besten Fehlerwerte unter den Referenzmodel-
len. Auf SEQ kann bereits so erkannt werden, dass besonders die hoheren
ZugriffsgroBlen besser von LinRegFK Median agg als von Median agg mo-
delliert werden kénnen. Um die Leistungsunterschiede zwischen Median agg
und LinRegFK Median agg auf RND zu erkennen, ist die Darstellung der
Vorhersagen in Zeitreihe eher ungeeignet. Beim Vergleich der sortierten Gra-
phen in Abbildung 6.18 ist dagegen klar zu erkennen, dass Median agg eine
starkere Streuung bei der Vorhersage der langsameren Messungen aufweist
und somit 6fter daneben liegt. Die zusédtzliche Differenzierung des Modells
mit Fehlerklassen scheint ausschliefSlich fiir die Vorhersage der Messungen
mit groferen ZugriffsgroBien eine Rolle zu spielen. Das passt zu dem Bild,
das wir von der Struktur der Fehlerklassen gewonnen haben, nachdem alle
schnellen Messungen in derselben Klasse landen und nur die Langsameren in
verschiedene Klassen aufgeteilt werden.
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Abbildung 6.16: Referenzodelle auf SEQ angewendet. In blau sind die vom Modell
vorhergesagten Werte, lesende Zugriffe sind in dunkelgrau und
schreibende sind in hellgrau dargestellt
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Abbildung 6.17: Referenzodelle auf RND angewendet. In blau sind die vom Modell
vorhergesagten Werte, lesende Zugriffe sind in dunkelgrau und
schreibende sind in hellgrau dargestellt
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Abbildung 6.18: Referenzodelle auf RND angewendet. Messungen sortiert nach
Laufzeit, es wurde nur jeder 250te Punkt gezeichnet.

66



Detailbetrachtung der Vorhersagen von Referenzmodellen

Die Analyse kleinerer Ausschnitte der Modell-Prognosen kann weitere interessante
Zusammenhéange zwischen Messdaten und Modellierung aufdecken.

In Abbildung 6.19 ist eine Auswahl an Graphen gezeigt, in denen die Dichten der
Laufzeiten fir jeweils ein spezifisches Attribut-Tupel dargestellt wurden. Zusétzlich
zur Verteilung der Laufzeiten der Messungen der spezifischen Attribute, wurde
der vorhergesagte Wert der verschiedenen Modelle zu diesen Attributen in blau
eingezeichnet. Die schwarze Linie markiert das arithmetische Mittel der Laufzeiten,
die griine ist an der Stelle des 0.1 Quantils der Laufzeiten und die pinke Linie
markiert das 0.9 Quantil der Laufzeiten.

Zu jedem Graphen werden die Attribute der dargestellten Messungen und der
MAPE (mean absolute percentage error) des Modells gegentiber diesen Messungen
angegeben.

In Abbildung 6.19a ist die Vorhersage vom Modell Durchschnitt zu einem Attribut-
Tupel zu sehen, zu dem das Modell einen seiner geringsten MAPE-Werte erreicht
hat. Die Vorhersage ist dennoch nicht sehr genau, da der vom Modell geschéatzte
Wert wesentlich ndher am 0.1 Quantil ist, als am tatsdchlichen Mittelwert. Es
ist zusehen, dass es eine typische Laufzeit zu diesen Attributen gibt, dort hat
die Dichte seine Spitze. Fiir die Messungen mit dieser Laufzeit wurde vermutlich
derselbe E/A-Pfad verwendet. Es gibt aber auch einige Laufzeiten mit grofieren
Werten. Anhand des lokalen Maximums bei 6 - 1074 Sekunden kann wohl der am
zweithdufigsten genommene E/A-Pfad erkannt werden.

Das Attribut-Tupel zu dem LinReg G die Vorhersagen mit seinem geringsten
MAPE erreicht hat, ist in Abbildung 6.19b dargestellt. Der vorhergesagte Wert
befindet sich ziemlich genau am Maximum der Dichtefunktion. Entsprechend sagt
dieses Modell fiir eine moglichst grofle Anzahl Messungen den richtigen Wert voraus.
Dies fiithrt allerdings nicht zum kleinst moglichen MAPE-Wert, dieser wiirde auf
der schwarzen Linie erreicht werden.

In Abbildung 6.19¢ ist die vorhergesagte Laufzeit von LinRegFK Median agg
eingezeichnet. Die Vorhersage des Modells zu diesem Attribut-Tupel liegt ziemlich
genau auf dem Wert des arithmetischen Mittels der Laufzeiten, sodass der MAPFE
hier gerade minimal wird.

Als letztes Beispiel wird der Verlauf der Laufzeit-Dichte eines Attribut-Tupels
gezeigt, zu dem das Modell Median agg eine seiner grofiten Modellabweichungen
erreicht hat. Interessanterweise sind die Residuen fiir dieses Attribut-Tupel sehr
grof3, dabei ist der vorhergesagte Wert des Modells in direkter Nahe des tatséchlichen
arithmetischen Mittelwerts der Laufzeiten. Scheinbar gibt es zwei E/A-Pfade, die
etwa mit gleicher Haufigkeit fiir Messungen mit diesem Attribut-Tupel genommen
wurden. Das Median agg-Modell, das fiir alle Messungen eines Attribut-Tupels
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Abbildung 6.19: Laufzeit-Dichte einiger Referenzodelle auf SEQ; 90% der Werte
sind grofler als die griine, 10% sind grofer als die pinke Linie, die
mittlere Laufzeit entspricht der schwarzen Linie, die blaue Linie
markiert die Vorhersage des Modells zu diesen Attributen

dieselbe Laufzeit vorhersagt, macht gegeniiber solchen E/A-Aufrufen, die nicht
hauptséchlich denselben E/A-Pfad nehmen, zwangsweise ungenaue Vorhersagen.

Nach dieser Betrachtung lasst sich feststellen: Ein Modell, das fiir alle Messungen
eines Attribut-Tupels denselben Wert vorhersagt, kann zu den gemachten Mes-
sungen nicht immer kleine Residuen erreichen. Eine weitere Unterscheidung von
Messungen innerhalb eines Attribut-Tupels kann mit den verfiigharen Messdaten
allerdings nur durch eine Betrachtung der zeitlichen Abhéngigkeit des E/A-Aufrufs
von den vorherigen gelingen.

Alternativ kann ein Ansatz wie die Zuhilfenahme von Fehlerklassen zur besseren
Modellierung verwendet werden, dies ist aber natiirlich ,unfair®, da in den Klassen
Informationen iiber die tatsichliche Laufzeit der E/A-Aufrufe stecken.
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6.5.2 Analyse der NN-Modelle

Die Analyse zu den komplexeren Modellen, die auf neuronalen Netzen basieren, ist
dreigeteilt.

o Es wird zu jedem Modell das neuronale Netz betrachtet, das bei der Untersu-
chung des Parameterraums gefunden wurde und den geringsten MSPE-Wert
erzielt hat. Informationen tiber die Struktur der gefundenen Netze und den
Aufwand des Trainingsprozesses finden sich in Tabelle 6.5. Im Detail sind dies
die Anzahl der verdeckten Schichten, die Anzahl Neuronen pro Schicht, die
Anzahl Iterationen, die der Algorithmus gebraucht hat, bis der Schwellenwert
fiir die Konvergenz erreicht war und die Trainingsdauer, also wie lange die
Berechnung des Netzes tatséchlich gedauert hat.

o In Tabelle 6.6 sind fiir alle NN-Modelle die Werte der verschiedenen Feh-
lermetriken angegeben, zusatzlich sind zum Vergleich die Referenzmodelle
Durchschnitt, LinReg G angewendet auf individuelle Messungen und Lin-
RegFK Median agg aufgelistet.

o Die Tabelle 6.7 wird fiir die Analyse der Ausreiflervorhersage betrachtet. In
der Tabelle sind alle beschriebenen Fehlermetriken zu den NN-Modellen auf
SEQ angegeben. Wie bereits beschrieben wurde, gibt es bei den Messungen
mit zufalligen Dateizugriffen zu wenig Messungen pro Attribut-Tupel, um die
Ausreiflervorhersage auf diesen Daten sinnvoll zu betrachten.

Im Folgenden werden zunéchst einige Beobachtungen zu verschiedenen Bereichen
auf den Testergebnissen geschildert, dann werden im Detail die Ergebnisse von den
Modellen NN-Tupell und NN-LinRegF' K betrachtet.

Strukturen der neuronalen Netze

Die Strukturen der erhaltenen neuronalen Netze sind teilweise recht erstaunlich.
Einige Netze sind duflerst komplex. So hat beispielsweise das erhaltene Netz zu
NN-Tupell FK auf RND 17 verdeckte Schichten mit jeweils 28 Neuronen. Das
Lernverfahren zum Erstellen des Netzes selbst war recht aufwendig und hat iiber
3.5 Stunden gedauert. Trotz dieser komplexen Struktur des Netzes wurde keine
zu starke Anpassung an den Trainingsdatensatz betrieben, denn der erreichte
MAPE auf Trainings- und Testdaten ist mit etwa 24% gleich. Andere Falle wie
NN-Tupell FK auf SEQ oder NN-Tupel2 auf SEQ und RND weisen ein ahnliches
Verhalten auf; die berechneten Netze sind sehr komplex, der Fehler auf Trainings-
und Testdaten aber gleichauf.

Daraus kann entweder geschlussfolgert werden, dass es bei einigen Modellierungen
sehr aufwendig ist, aus den gegebenen Informationen gute Vorhersagen fiir die
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[ Modell | verdeckte Schichten | Neuronen [ Tterationen | Trainingsdauer (s) |
NN-TupellFK 13 23 1281 5549
NN-LinRegFK 15 27 1551 8655
NN-Tupell agg 5 18 4229 50

NN-EMA 11 8 1878 1379
NN-Tupell 12 8 1934 1444
NN-Tupel2 16 17 1083 3076

(a) NN-Modelle auf SEQ

[ Modell [ verdeckte Schichten [ Neuronen [ Iterationen [ Trainingsdauer (s) ]
NN-TupellFK 17 28 1366 12067
NN-LinRegFK 9 22 283 1201

NN-Tupell 4 5 1310 222
NN-Tupell agg 1 1 7743 258
NN-EMA 7 5 1106 461
NN-Tupel2 14 17 368 2099

(b) NN-Modelle auf RND

Tabelle 6.5: Informationen tiber die erfolgreichsten Neuronalen Netze

Modell MAE (s) | Avg- Train- MAPE (%) | MSPE (%) | RQ3 (%) | RMax (%) | In-range (%)
MAPE (%) | MAPE (%)

LinReg-FK Me- 1.9e-05 | NA NA 6.6 13 7.1 96 NA
dian agg

NN-TupellFK 2.4e-05 | 9 7.9 8.8 14 11 273 96
NN-LinRegFK 2.0e-05 | 9 7.7 8.6 14 10 275 93
NN-Tupell agg 8.9e-05 | 16 14.6 14.3 21 17 319 61
NN-EMA 5.7e-05 | 14 13.2 13.7 22 18 2336 95
NN-Tupell 6.0e-05 | 14 13.6 14.1 22 18 295 100
LinReg G 7.6e-05 | NA NA 50.8 59 73.7 326 NA
NN-Tupel2 6.3e-05 | 121 17.3 18.1 148 17 50719 78
Durchschnitt 5.9e-04 | NA NA 2939.6 3757 5009.9 6537 NA

(a) Fehlermetriken auf SEQ
Modell MAE (s) | Avg- Train- MAPE (%) | MSPE (%) | RQ3 (%) | RMax (%) | In-range (%)
MAPE (%) | MAPE (%)

LinRegFK Me- 0.00029 | NA NA 11.8 74 9.6 4527 NA
dian agg

NN-TupellFK 0.00089 | 3782678 24 24 94 22 3676 46
NN-LinRegFK 0.00103 | 32 32 31 119 27 4272 40
NN-Tupell 0.00313 | 106 104 103 530 70 21786 38
NN-Tupell agg 0.00401 | 502 268 270 590 170 14526 15
NN-EMA 0.00305 | 421 87 86 619 62 45320 37
NN-Tupel2 0.00326 | 535 244 234 2124 56 132820 33
LinReg G 0.00476 | NA NA 5578.4 14185 1158.1 46941 NA
Durchschnitt 0.00692 | NA NA 10243.5 26035 2204.5 86139 NA

(b) Fehlermetriken auf RND

Tabelle 6.6: Ergebnisse der NN-Modelle und einiger Referenzmodelle
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Laufzeiten zu berechnen, oder aber, dass sich Trainings- und Testdatensétze zu
ahnlich sind, sodass ein eigentlich tiberangepasstes Netz gute Ergebnisse erzielt. Es
ist gut moglich, dass eine Kombination beider Griinde der Wahrheit am néachsten
kommt.

Da die Trainingsdaten 1000 Messungen zu jeder gemessenen Zugriffsgroie enthalten
und dies scheinbar der wichtigste Indikator fiir die Laufzeit der Messungen ist,
konnte die Uberanpassung an die Trainingsdaten durchaus ein Problem sein.

Ob die Strukturen der neuronalen Netze zu gleichméafliger Konvergenz gefiihrt
haben, kann an den Werten fiir Avg-MAPFE abgelesen werden.
Die meisten Strukturen erreichen konstant gute Ergebnisse iiber die 12 trainierten
Netze. Bei der Suche nach guten Parametern fiir die NN-Modelle ist aber immer
wieder aufgefallen, dass einige Strukturen hochst instabil sind. Ein solcher Fall
ist mit NN-Tupell FK auf RND auch unter den Netzen mit besten MSPFE-Wert
aufgetreten. Der durchschnittliche MAPE tber die 12 Netze der Netzwerkstruk-
tur entspricht iber 37000 mal der tatsédchlichen Laufzeit. Die Ergebnisse einiger
Strukturen von neuronalen Netzen héngen also sehr stark von der Initialisierung
der Kantengewichte ab.
Aus dieser Beobachtung wird klar fiir reproduzierbare und verléssliche Ergebnisse in
den neuronalen Netzen sollte in Betracht gezogen werden, nicht nur nach einem Netz
mit den besten Ergebnissen zu suchen, sondern auch die gemittelten Ergebnisse
iiber eine Mehrzahl Netze mit unterschiedlicher Initialisierung zu beriicksichtigen.

Betrachtung der linearen Abhangigkeit

Wie in 2.4 geschrieben wurde, konnen kiinstliche neuronale Netze nicht-lineare
Zusammenhénge modellieren. Aufler NN-Tupel?2 auf SEQ gelingt es allen NN-
Modellen, bessere Ergebnisse als LinReg G zu erzielen. Dies bestatigt die zuvor
gewonnene Einsicht, dass lineare Zusammenhéange unzureichend fiir die Beschrei-
bung der E/A-Leistung der Messungen sind. Die nicht-linearen Abhangigkeiten
konnen von den NN-Modellen fiir bessere Leistungsvorhersagen ausgenutzt werden.

Bei der Betrachtung linearer Modelle muss allerdings auch NN-Tupell agg auf
RND berticksichtigt werden. Auffillig sind die vergleichsweise kleinen Netze, die zu
NN-Tupell agg erstellt wurden. Auf RND kommt das Modell mit einer einzigen
verdeckten Schicht mit einem Neuron aus. Mit einer solchen Struktur kann das
Netz nur lineare Zusammenhange des Eingangsvektors mit der Laufzeit ausnutzen,
denn jeder Wert des Vektors wird mit nur einem Kantengewicht verrechnet und
dann in dem einen Neuron der verdeckten Schicht zusammengerechnet.

Das fiir NN-Tupell agg auf RND erhaltene Netz ist in 6.20 zu sehen. Jedes
Attribut des Eingangsvektors wird mit dem Kantengewicht multipliziert und in
dem einen Neuron der verdeckten Schicht aufaddiert. Zusatzliche Bias-Neuronen
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Abbildung 6.20: Darstellung des neuronalen Netzes von NN-Tupell agg auf RND

verschieben den Schwellwert der Aktivierungsfunktion. Abschliefend werden die
Quantile 0.1, 0.5 und 0.9 zum Attribut-Tupel als Ausgabevektor berechnet. Das
0.5 Quantil der Laufzeit entspricht fir dieses Modell der Vorhersage der Laufzeit,
da es nicht zwischen Messungen mit diesen Attributen unterscheiden kann.

Dieses neuronale Netz macht daher auch nichts anderes als eine lineare Regression,
es gelingt ihm durch das aufwendige Lernverfahren allerdings eine wesentlich bessere
Approximation der Laufzeiten zu erreichen als dies LinReg G gelungen ist. Um dieses
Verhalten néher zu untersuchen sind in Abbildung 6.21 die Graphen der Vorhersagen
zu LinReg G und NN-Tupell agg auf RND dargestellt. Es ist gut zu erkennen, dass
NN-Tupell agg die Information tiber den Operationstypen sehr gut ausnutzen kann,
um unterschiedliche Vorhersagen fiir lesende und schreibende Zugriffe zu machen.
Dies war dem Modell LinReg G+D+0O zuvor nicht gelungen. RND kann also doch
besser als zuvor gedacht mit einem linearen Zusammenhang approximiert werden.
Das Modell NN-Tupell kann dennoch mit einem aufwendigeren neuronalen Netz
nicht-lineare Abhéngigkeiten ausnutzen und so mit einem MAPE-Wert von 103%
gegentiber 270% und einem RQ3-Wert von 70% gegeniiber 170% wesentlich bessere
Ergebnisse erzielen.

72



5e-03
11

1e-04

Dauer in s (logarithmisch)
Dauer in s (logarithmisch)

o viskid

QT T T T T T
© 0e+00 2e+05 4e+05 6e+05 8e+05 1e+06
Index Index

(b) Vorhersagen der Laufzeiten auf RND
von NN-Tupell agg

-0

(a) Vorhersage der Laufzeiten auf RND von
LinReg G

Abbildung 6.21: Vergleich der Modelle LinReg G und NN-Tupell agg auf RND

Analyse der AusreiBervorhersage

Es soll hier auf einige Beobachtungen aus der Tabelle 6.7 eingegangen werden.
Die 0.1 und 0.9 Quantile der Laufzeiten zu den Attribut-Tupeln vorherzusagen
gelingt, auler bei NN-Tupel2, recht gut und mit wesentlich kleineren Fehlerwerten
als die Vorhersage der tatsachlichen Laufzeiten. Dies macht auch Sinn, denn fiir die
Quantile gibt es nur jeweils einen Wert pro Attribut-Tupel, die sich die neuronalen
Netze ,,merken “miissen.
Fir eine korrekte Ausreiflervorhersage miissen die Modelle zwei Dinge erfiillen:
Zum einen miissen die Quantile richtig approximiert werden und zum anderen
miissen zu den Ausreiflern auch entsprechend hohe (bzw. niedrige) Laufzeiten
vorhergesagt werden.
So erreicht NN-Tupell zwar eine gute Naherung der Quantile, macht aber sehr
konservative Vorhersagen, wie auch am In-range-Wert in Tabelle 6.6a von 100%
erkannt werden kann. Die In-range Fehlermetrik gibt an wie viele Vorhersagen
zwischen den Quantilen 0.1 und 0.9 der Laufzeit des Attribut-Tupels gelandet sind.
Daher sagt NN-Tupell keinen einzigen Ausreifler korrekt oder falsch voraus.
Die beiden Modelle NN-Tupel2 und NN-EMA mit zeitabhangigen Attributen haben
im Gegensatz zu NN-Tupell eine Grundlage fiir die Vorhersage von Ausreiflern, da
sie mit diesen Informationen innerhalb der Messungen zu einem Attribut-Tupel

l

Modell | Q0.I-MAPE (%) | Q0.1-MSPE (%) | Q0.9-MAPE (%) | Q0.9-MSPE (%) | TP (%) | FP (%)

NN-LinRegFK 1.41 6.18 0.90 6.93 15.95 5.38
NN-TupellFK 1.91 15.38 1.47 10.43 12.39 2.08
NN-Tupel2 17.08 428.47 24.10 343.09 11.12 8.43
NN-EMA 5.03 9.63 3.81 9.93 4.59 3.41
NN-Tupell 3.46 5.29 2.52 3.94 0.00 0.00

Tabelle 6.7: Informationen iiber die Ausreiflervorhersage der NN-Modelle auf SEQ
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unterscheiden konnen. Tatsdchlich sagen sie jeweils einige Ausreiffer vorher und
liegen mit diesen Vorhersagen einige Male richtig, aber sehr oft auch falsch (11.12%
richtig Positiv und 8.43% falsch Positiv klassierte Ausreifler von NN-Tupel2, sowie
4.59% richtig Positive und 3.41% falsch Postive von NN-EMA). Da die Anzahl
Nicht-Ausreiler vier mal grofer ist, als die Anzahl Ausreifler, wurden wesentlich
mehr Nicht-Ausreifler als Ausreifler deklariert als Ausreifier auch als solche erkannt
wurden. Dies korrespondiert mit den hohen Werten fiir MSPE und RMax der
beiden Modelle.

Wie zu erwarten war, konnen die beiden Modelle NN-LinRegF'K und NN-Tupell FK
mit Hilfe der Fehlerklassen am erfolgreichsten Ausreifler vorhersagen. NN-LinRegFK
hat 26 664 der 167175 (15.95%) Ausreifler korrekt identifiziert. Gleichzeitig wurden
allerdings 36 069 der 67 0425 (5.38%) Nicht-Ausreifler falschlicherweise als Ausreifier
klassiert. NN-Tupell FK konnte mit 20 713 korrekt erkannten Ausreiffern und nur
18 772 falsch klassierten Nicht-Ausreiflern am besten Ausreifler bestimmten. Dieses
Modell hat als einziges mehr Ausreifler korrekt als falsch vorhergesagt.

Die erfolgreichere Ausreilervorhersage von NN-Tupell FK gegeniiber NN-LinRegFK
kann durch zwei Interpretationen erklart werden:

1. Die aus NN-Tupell gewonnenen Fehlerklassen beschreiben die E/A-Pfade
besser als die LinReg G-Fehlerklassen und kénnen somit auch bei der Appro-
ximation der Laufzeiten der schwierig vorherzusagenden Ausreifler helfen.

2. NN-Tupell und NN-Tupell FK beruhen auf einer sehr ahnlichen Modellierung.
Wiéhrend Ersteres das Attribut-Tupel zu jeder Messung als Eingabevektor
bekommt, arbeitet Letzteres zusatzlich noch mit den NN-Tupell-Fehlerklassen.
NN-Tupell FK wiirde also idealerweise zunachst mit dem Attribut-Tupel intern
die gleiche Vorhersage wie NN-Tupell machen, dann die Fehlerklassen in ihre
mittleren Residuen tibersetzen und zu dieser Vorhersage hinzurechnen. Es ist
recht wahrscheinlich, dass die NN-Tupell FK-Netze eine derartige Berechnung
der Laufzeiten vornehmen. In dem Fall stellen die NN-Tupell-Fehlerklassen
nicht unbedingt eine bessere Repréasentation der E/A-Pfade dar, sondern sie
konnen nur besser in die zugrundeliegenden Residuen entschliisselt werden.

Damit sich wirklich nur der Zusammenhang zwischen Fehlerklassen und E/A-
Pfaden in den verbesserten Vorhersagen widerspiegelt, sollte in Betracht gezogen
werden, unterschiedliche Modellierungen zur Erstellung der Fehlerklassen und fiir
die Nutzung dieser zu verwenden.

Betrachtung der zeitlichen Abhangigkeit der Laufzeiten

NN-EMA und NN-Tupel2 sind die beiden Modelle, die zeitlich periodisches Ver-
halten in den Messreihen ausnutzen sollten. Die Ergebnisse dieser beiden Modelle
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sollen hier analysiert werden.

Die Modellierung von NN-Tupel?2 scheint nicht ganz aufzugehen, da das Modell
auf SEQ einen hoheren MSPE als die lineare Regression erreicht und auf RND
betragt er iiber 2000%. Tatsachlich sind die meisten Vorhersagen von NN-Tupel2
allerdings recht passabel. Wie der sehr hohe RMax-Wert von 132820% und der
MSPE mit 2124% gegeniiber dem MAPE mit 234% andeuten, scheint das Modell
einige Messungen auflerst schlecht vorhersagen zu konnen. Es werden allerdings
75% der Laufzeiten auf SEQ mit kleinerem relativen Fehler als 17% und auf RND
mit kleinerem Fehler als 56% vorhergesagt. Dies sind verhéltnisméaBig gute Werte
fir RQS3.

Alle neuronalen Netze miissen allerdings dem Verlgeich mit NN-Tupell (bzw. NN-
Tupell agg) standhalten, denn alle anderen Modelle arbeiten mit mehr Informationen
iiber die Messungen. Wenn ein Modell schlechtere Ergebnisse als NN-Tupell und
NN-Tupell agq erzielt, war die aufwendigere Modellierung kontraproduktiv.
Wenn dieser Vergleich an NN-Tupel2 gemacht wird, so wird offensichtlich, dass es
dem Modell zwar gelingt gute Vorhersagen zu einem Grofiteil der Messdaten zu
machen, aber insgesamt in den meisten Belangen schlechter als NN-Tupell ist.
Ganz éhnliche Beobachtungen kénnen zu NN-EMA gemacht werden. Auch diesem
Modell gelingt es nicht, sich trotz zusétzlicher Informationen signifikant von NNV-
Tupell abzusetzen.

Die Zusatzinformationen der exponential moving averages fur NN-EMA bzw.
die Kenntnis iiber den vorherigen E/A-Aufruf in NN-Tupel2 scheinen dazu zu
fithren, dass einige Laufzeiten sehr schlecht vorhergesagt werden kénnen, daher
die hohen Werte zu MSPE und RMaz bei diesen Modellen. Teilweise konnen die
beiden Modelle diese Informationen allerdings fiir bessere Vorhersagen nutzen. So
erreicht NN-EMA auf SEQ mit 13.7% einen besseren MAPE-Wert als NN-Tupell
und NN-Tupell agg mit 14.1% respektive 14.3%, Auch auf RND erreicht NN-EMA
ein besseres MAPE-Ergebnis mit 86% zu 103% bzw. 270% von NN-Tupell und
NN-Tupell agg. Zudem sind die RQ3-Werte von NN-EMA und NN-Tupel2 auf
RND besser.

Es scheint also so sein, dass das in Kapitel 6.3 beobachtete periodische Verhalten
im E/A-System von NN-Tupel2, insbesondere aber von NN-EMA, fir bessere
Laufzeit-Vorhersagen ausgenutzt werden kann. Bei einigen Messungen, bei denen
ein zeitlich abhangiges Verhalten von den Modellen angenommen wird, wurde die
Vorhersage durch diese Annahme negativ beeinflusst, sodass die Ergebnisse der
beiden Modelle gemittelt iiber den gesamten Testdatensatz schlechter sind als die
des Modells ohne Kenntnis der periodischen Zusammenhénge.
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Detailbetrachtung: NN-Tupell

Das Modell NN-Tupell gehort auf beiden Datensétzen zu den besten Modellen,
die keine Fehlerklassen nutzen, es soll nun im Detail untersucht werden. Das
erfolgreichste neuronale Netz des Modells auf den sequentiellen Daten hat 12
verdeckte Schichten mit jeweils 8 Neuronen, es wurde tiber 24 Minuten in 1934
Iterationen entwickelt. Trotz der héheren Varianz der Messdaten auf RND kommt
das Modell hier mit 4 verdeckten Schichten mit 5 Neuronen aus, zudem wurde es
mit nur 1310 Iterationen tiber knapp 4 Minuten wesentlich schneller berechnet. Da
die Leistungswerte des Modells auf RND schlechter sind, scheint die Modellierung
fiir dieses Problem nicht so erfolgreich zu sein, sodass ein simples Netz, das starker
von den Trainingsdaten abstrahiert, einem komplexeren tiberlegen ist. Das Modell
scheint starker von der Tiefe der Schichten des neuronalen Netzes zu profitieren als
von der Anzahl Neuronen.

Die Abbildungen 6.22 und 6.23 visualisieren die Vorhersagen von NN-Tupell auf
SEQ respektive RND. In den ersten beiden Graphen werden, wie zuvor bei der
Analyse der Referenzmodelle, die Vorhersagen in blau gegentiber den tatséchlichen
Laufzeiten in dunkelgrau fiir lesende und hellgrau fiir schreibende Zugriffe dargestellt.
Abbildung 6.22b zeigt die Vorhersagen des Modells zu den Quantilen fiir die
Ausreiflervorhersage. Die letzten beiden Diagramme heben die Messungen hervor,
deren Laufzeiten zu den 1% der Vorhersagen gehoren, die mit den grofiten bzw.
kleinsten Residuen vom Modell bestimmt wurden.

Zunachst werden die Vorhersagen von NN-Tupell auf SEQ analysiert. In Ab-
bildung 6.22a ist zu erkennen, dass es dem Modell gut gelingt, zwischen den
Zugriffsgroflen und Operationstypen zu differenzieren. Dadurch approximiert es
die verschiedenen Attribut-Tupel recht zuverldssig mit einem guten Mittelwert.
Innerhalb eines Attribut-Tupels kann das Modell jedoch keine weitere Differenzie-
rung durchfiithren, stattdessen wird fiir dieselben Attribute immer derselbe Wert
vorhergesagt. Das zeigt sich auch am Wert fiir In-range: Da das Modell nur eine Art
Mittelwert vorhersagt, ist der Wert fir In-range folglich bei 100%. Dieses Verhalten
entspricht dem des Referenzmodells Median agg, tatsichlich ist der entsprechende
Graph 6.16¢ von dem zu NN-Tupell kaum unterscheidbar. Auch die Leistungswerte
sind vergleichbar. Wahrend NN-Tupell einen etwas besseren MSPE mit 22% zu 24%
hat, hat Median mit einem MAPE von 11.1% gegeniiber 14.1% ein etwas besseres
Ergebnis. Dieses dhnliche Verhalten der beiden Modelle macht auch im Rahmen
der Modellierung von NN-Tupell Sinn. Dem Modell stehen keine Informationen zur
Unterscheidung der Attribut-Tupel zur Verfiigung, sodass intern ein moglichst guter
Mittelwert zur Laufzeit jedes Sets gebildet werden muss. Dies gelingt NN-Tupell
mit seinem Trainingsdatensatz in etwa genauso gut, wie Median agg unter Kenntnis
samtlicher Messungen. Das NN-Modell kann also sehr gut von seinem Ausschnitt
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Abbildung 6.22: Modell NN-Tupell angewendet auf SEQ

der Messdaten die Laufzeiten ungesehener Messungen interpolieren.

Wie bereits in Tabelle 6.7 gesehen wurde, kann NN-Tupell die 0.1 und 0.9
Quantile der Laufzeiten sehr gut abschétzen. In Abbildung 6.22b ist entsprechend
eine gute Eingrenzung der Messungen durch die eingezeichneten roten und griinen
Punkte zu sehen.

Der Modellierung entsprechend macht NN-Tupell ungenaue Vorhersagen fiir
Attribut-Tupel mit grofler Varianz in den Zugriffszeiten. Dies lédsst sich in 6.22¢ an
der Markierung der nach oben gestreuten Laufzeiten erkennen.

Die besten Vorhersagen werden fiir Messungen gemacht, die moglichst genau der
mittleren Dauer ihres Attribut-Tupels entsprechen.

Nun werden die Vorhersagen von NN-Tupell auf RND genauer betrachtet.
Im Vergleich mit NN-Tupell agg (Abbildung 6.21b ) kann in Abbildung 6.23a
gut erkannt werden, wie das neuronale Netz ausnutzt, dass es nicht an lineare
Zusammenhange gebunden ist. Die Laufzeiten der lesenden Zugriffe machen ab einer
gewissen Zugriffsgroffe einen Sprung nach oben. NN-Tupell kann diesen Sprung
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Abbildung 6.23: Modell NN-Tupell angewendet auf RND

wesentlich besser in seine Vorhersagen mit einbeziehen, als das Netz zu NN-Tupell
agg mit nur einer verdeckten Schicht mit einem Neuron. Die schreibenden Zugriffe
weisen keinen solchen Sprung in den Laufzeiten auf und werden scheinbar mit einer
linearen Gerade von NN-Tupell approximiert.

Dadurch dass die Messungen mit gleichen Zugriffsgrofen und Operationstypen bei
den randomisierten Zugriffen nicht mehr alle dem selben Attribut-Tupel angehoren,
sondern sich durch das Delta-Offset unterscheiden, stehen NN-Tupell Informationen
zu Verfiigung, um innerhalb einer Messreihe unter den Messungen zu unterscheiden.
Die Abhéngigkeit der Laufzeit von Delta-Offset scheint jedoch weiterhin sehr
gering, sodass sich die Varianz der Vorhersagen in Grenzen halt. Es ist aber
durchaus zu erkennen, dass die gezeichneten Punkte einer Messreihe nicht mehr alle
exakt horizontal zueinander sind, sondern teilweise (insbesondere bei den kleinsten
lesenden Zugriffen) eine Streuung aufweisen.

Die Stérken und Schwéchen des Modells liegen in denselben Bereichen wie bei
den sequentiellen Messungen.
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Detailbetrachtung: NN-LinRegFK

Analog zu der Betrachtung von LinRegF'K Median agg erkennt man in den Abbil-
dungen 6.24a und 6.25a, dass das Modell mit Hilfe der Fehlerklassen innerhalb der
Messungen einer Messreihe unterscheiden kénnen.

Auf SEQ hat das Modell noch einige Schwierigkeiten. Wie an den rot markierten
Punkten in 6.24c zu erkennen ist, gibt es drei Gruppen lesender Aufrufe, die nicht
korrekt vom Modell erkannt werden. Diese wurden auch von NN-Tupell FK nicht
abgedeckt. Dieses Verhalten kann erklért werden, wenn die Abbildung 6.12 aus Ka-
pitel 6.4 betrachtet wird. Bei der Analyse der Fehlerklassen war bereits aufgefallen,
dass auf SEQ alle Messungen mit kleineren ZugriffsgrofSien derselben Fehlerklasse
zugeordnet wurden. Nur die langsameren Messungen mit hoheren Zugriffsgrofien
wurden in verschiedene Klassen aufgeteilt. Dadurch, dass nur der absolute Fehler
fiir die Fehlerklassenerstellung betrachtet wurde, der fiir kurze Laufzeiten natiir-
lich kleiner ist, wurden diese drei Punktgruppen mit keiner eigenen Fehlerklasse
ausgestattet. Die langsameren E/A-Zugriffe werden dagegen entsprechend stark
differenziert.

Bei den Vorhersagen zu RND ist dagegen gut zu sehen, dass jede grofiere
Anhéufung von Messungen gut von dem Modell approximiert wurde. Der Sprung
in den Laufzeiten der lesenden Zugriffe auf RND kann leicht von dem Modell
beriicksichtigt werden, die langsamen Leseaufrufe werden scheinbar hauptséchlich
durch zwei Fehlerklassen abgedeckt. Anders als bei den sequentiellen Dateizugriffen
wird auf RND recht gleichméafig tiber die Zugriffsgrofien hinweg eine Differenzierung
der Messungen durch die Fehlerklassen vorgenommen.

Zusammenfassung: In diesem Kapitel wurden zundchst das Testsystem und die
Durchfihrung der Messreihen von E/A-Zugriffen auf diesem beschrieben. Dabei
wurde ein systematischer Ansatz gewdhlt, bei dem zum einen sequentielle Datei-
aufrufe und zum anderen Aufrufe mit zufilligem Zugriffspunkt getestet wurden.
Dann wurden die erhaltenen Daten auf thre Struktur und auf Abhdngigkeiten der
Laufzeit mit verschiedenen Faktoren untersucht. Speziell die gewonnenen Fehler-
klassen wurden dann noch einmal detailierter analyisert. Abschlieffend konnten
dann die verschiedenen Modelle der Referenzmodelle und NN-Modelle untersucht
und untereinander verglichen werden. Dabei wurde klar, dass lineare Ansdtze nur
unzureichende Modellierungen erreichen kénnen, dass eine gewisse periodische
Abhdngigkeit der Laufzeiten besteht, diese aber schwierig genutzt werden kann,
und dass die Fehlerklassen zwar bereits sehr gut dabei helfen das E/A-System zu
beschreiben, aber noch verbessert werden miissten.
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Abbildung 6.24: Modell NN-LinRegFK angewendet auf SEQ
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7 Fazit

In dieser Bachelorarbeit wurde das parallele Dateisystem eines Hochleistungsrech-
ners analysiert. Mit dem Einsatz kiinstlicher neuronaler Netze wurden verschiedene
Ansétze zur Modellierung der E/A-Leistung entwickelt und getestet, dadurch konn-
ten Aussagen tber die Abhéangigkeit der Laufzeiten von Dateizugriffen zu den
Aufrufparametern des Zugriffs, zu periodischen Systemzustidnden und zu ihrer
Verarbeitung im System (dem E/A-Pfad) gemacht werden.

Zunéchst wurde im Hintergrund-Kapitel (Kapitel 2) erldutert, was Ein-/Ausgabe
ist und wie sie grundlegend funktioniert, es wurde aufgezeigt, was einen Hoch-
leistungsrechner auszeichnet und weshalb Leistungsvorhersage zu einem solchen
System besondere Schwierigkeiten mit sich bringt, zuletzt wurde noch die Funkti-
onsweise von neuronalen Netzen im Kontext des maschinellen Lernens dargelegt.
Im darauffolgenden Kapitel 3, welches verwandte Arbeiten behandelt, wurden zu-
nachst die zwei verschiedenen Ansétze bei der E/A-Leistungsvorhersage eingefiihrt.
So muss zwischen der White-Box-Modellierung, bei der Hardware-Details beachtet
werden, und der Black-Box-Modellierung, bei der ein abstraktes Modell aus einer
Regressionsanalyse erstellt wird, unterschieden werden. Desweiteren wurden Ver-
offentlichungen zur Leistungsvorhersage im Kontext von neuronalen Netzen und
Hochleistungsrechnen vorgestellt.

Bei der Gestaltung der Analyse in Kapitel 4 wurde das Konzept des E/A-Pfades
eingefithrt und ein Modell dazu aufgestellt. Es konnte durch Untersuchung von
Messdaten gezeigt werden, dass das Wissen iiber den E/A-Pfad essentiell fiir die ge-
naue Vorhersage von Zugriffszeiten ist, denn E/A-Aufrufe erreichen trotz identischer
Parameter sehr unterschiedliche Laufzeiten. Da der E/A-Pfad eines Dateizugriffs
nicht aus den zu ihm messbaren Attributen ableitbar ist, erweist sich die Vorhersa-
ge der Zugriffszeiten als duflerst schwierige Aufgabe. Die einzigen Informationen,
die zur Bestimmung des E/A-Pfades eines Zugriffs mit unbekannter Laufzeit zur
Verfiigung stehen, sind die zuvor durchgefiihrten Messungen. Nachdem dann darauf
eingegangen wurde, wie Modelle des E/A-Systems in dieser Arbeit validiert werden,
wurden die verschiedenen Modellklassen und anschlielend die untersuchten Modelle
selbst vorgestellt. Unterschieden wird zwischen Referenzmodellen, bei denen es
sich hauptséichlich um Kontrollmodelle handelt, NN-Modellen, die neuronale Netze
nutzen, und Fehlerklassenmodellen, mit denen die Auswirkung der Kenntnis von
E/A-Pfaden auf die Laufzeitvorhersagen tiberpriift werden kann. Fiir letzteres wur-
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de das Konzept der Fehlerklassen eingefithrt. Da die verwendeten E/A-Pfade von
Zugriffen nicht direkt messbar sind, kann das hier vorgestellte Verfahren genutzt
werden, um diese ndherungsweise zu bestimmen. Dazu wird ein Modell, das bereits
Vorhersagen von guter Qualitdt macht, auf die Messdaten angewendet und die dar-
aus erhaltenen Residuen anschlieBend durch den k-Means-Algorithmus in Klassen
gruppiert. Die Annahme ist nun, dass Messungen mit gleichen Aufrufparametern,
aber unterschiedlicher Fehlerklasse, unterschiedlichen E/A-Pfaden zuzuordnen sind.
Im Evaluierungskapitel (Kapitel 6) wurden die vorgestellten Modelle und Konzepte
tiberprift. Zunédchst wurden die durchgefithrten Benchmark-Tests erldutert, diese
bestehen aus einer Vielzahl Messreihen, die zwei Anwendungstypen darstellen:
Zum einen den sequentiellen Zugriff auf hintereinanderliegenden Daten und zum
anderen Zugriffe an unvorhersehbaren Stellen der Datei. Diese Messdaten werden
fir die NN-Modelle in Trainings- und Testdaten aufgeteilt. Bei der Analyse dieser
Messdaten ist die starke lineare Korrelation zwischen Zugriffsgrofie und Laufzeit
bestétigt worden, zusétzlich konnte gezeigt werden, dass tatséchlich periodisches
Verhalten in den Zugriffszeiten auftritt, dieses konnte entsprechend zur Bestimmung
der E/A-Pfade genutzt werden. Bei der Analyse der berechneten Fehlerklassen
konnten Hinweise auf den Zusammenhang von diesen mit dem E/A-Pfad gesammelt
werden. Fiir eine wirklichkeitsgetreue Reprasentation der E/A-Pfade miisste das
vorgestellte Verfahren jedoch weiter optimiert werden. So fithrte vermutlich die
direkte Verwendung des absoluten Fehlers zur Bestimmung der Fehlerklassen dazu,
dass diese nur die langsameren E/A-Zugriffe in verschiedene Klassen zuordneten.
Abschliefend wurden die verschiedenen Referenz- und NN-Modelle auf den Messda-
ten angewendet und untersucht. Dabei wurden weitere Erkenntnisse erlangt:
Trotz der starken linearen Korrelation zwischen Zugriffsgrofie und Laufzeit sind die
neuronalen Netze mit aufwendigerem Aufbau aufgrund ihrer Fahigkeit, nicht-lineare
Zusammenhénge zu approximieren, den linearen Modellen iiberlegen. So liegt die
mittlere Modellabweichung des besten linearen Modells zu den sequentiellen Datei-
zugriffen bei 0.076 Millisekunden, wahrend neuronale Netze (ohne Fehlerklassen)
0.057 Millisekunden erreichen, gegentiber den zufalligen Dateizugriffen liegen die
erreichten Werte bei 4 Millisekunden zu einem linearen Modell und bei 3.1 Millise-
kunden zu einem guten neuronalen Netz. Die Zugriffszeiten hiangen also nicht rein
linear von den Parametern des Aufrufs ab.

Die Differenzierung von E/A-Zugriffen mit gleichen Parametern konnte durch die
zwei recht einfachen Ansatze, die die periodischen Abhéangigkeiten des Systems
ausnutzen sollten, nicht hinreichend gewéhrleistet werden. Ihre Modellabweichungen
sind gemittelt iiber alle Vorhersagen schlechter als die von Modellen mit weniger
Informationen iiber die Zugriffe. Einige Zugriffe konnten allerdings durchaus ge-
nauer vorhergesagt werden.

Mit Hilfe der Fehlerklassen konnen die mittleren Fehler (von ansonsten vergleichba-
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ren Modellen) hingegen auf 0.02 Millisekunden zu den Messungen mit sequentiellen
Zugriff und etwa 0.1 Millisekunden zu den Messungen mit zufilligen Dateizugriff ge-
bracht werden. Dieses Ergebnis bedeutet, dass Fehlerklassen, und somit E/A-Pfade,
essentielle Informationen iiber die Laufzeiten eines E/A-Zugriffs enthalten.

Letztendlich hat sich gezeigt, dass kiinstliche neuronale Netze als Black-Box-
Modell eines parallelen Dateisystems zur Vorhersage von E/A-Leistung durchaus
geeignet sind. Sie erzielen wesentlich bessere Ergebnisse als lineare Modelle und
konvergieren bei geeigneter Parameter-Wahl zuverléssig zu einem passenden Pra-
diktor. Gerade diese Parametrisierung kann sich jedoch als aufwendig erweisen. So
kann man sich zu keinem Zeitpunkt vollkommen sicher sein, ob eine Modellierung
ungeeignet ist oder nur ungiinstige Parameter verwendet wurden.

Wenn es in einer Anwendung darum geht, ein Modell fiir die Vorhersage von
E/A-Zugriffen zu finden, wiirde mit dem derzeitigen Kenntnisstand das NN-Tupel1-
Modell zu empfehlen sein. Dies ist ein sehr simples Modell, fiir das keine aufwendige
Aufbereitung der Trainingsdaten vorgenommen werden muss, es zeigt sich robust
bei der Konvergenz zu einem guten Pradiktor, ist nicht so stark von der Parame-
trisierung abhingig und zeigt dennoch gute Ergebnisse auf beiden untersuchten
Anwendungsféllen.

Sollen dagegen die E/A-Pfade von Dateizugriffen genauer untersucht werden, kann
das vorgestellte Verfahren ein erster Ansatz sein. Dabei kann entweder das Referenz-
modell LinReg G oder das NN-Modell NN-Tupell zur Erstellung der Fehlerklassen
genutzt werden. Da sich die lineare Regression als besonders stark abhangig vom
Anwendungsfall gezeigt hat, sollte hier das NN-Modell bevorzugt werden.

Ausblick

Zukiinftige Arbeiten konnten versuchen, die zumindest teilweise auftretende Peri-
odizitét in der E/A-Leistung besser auszunutzen, um den E/A-Pfad ohne Kenntnis
der Laufzeit vorhersagen zu konnen, sodass damit bessere Laufzeit-Pradiktoren
entwickelt werden kénnen. Crume und Maltzahn haben mit ihrem Ansatz, die
Fourier-Analyse zur Untersuchung dieser periodischen Zusammenhénge auf einzel-
nen Festplatten zu nutzen, Erfolge aufzeigen konnen [CMW™13]. Ob dieser Ansatz
in dem komplexen E/A-System eines Hochleistungsrechners funktionieren kann,
miisste entsprechend untersucht werden.

Das Konzept, E/A-Pfade aus den hier vorgeschlagenen Fehlerklassen zu gewinnen,
miisste auch weiter im Detail untersucht werden. Zum einen kénnten andere Modelle
zum FErstellen der Fehlerklassen untersucht werden und zum anderen miisste der
Zusammenhang zwischen E/A-Pfad und Fehlerklassen genauer analysiert werden.
So kénnte man versuchen, die Laufzeiten der Zugriffe innerhalb einer Fehlerklasse
mit ihrer hauptsédchlichen Ursache zu korrelieren.
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Eine weitere Verbesserung der Fehlerklassen konnte erreicht werden, wenn nicht
das reine Residuum eines Modells zur Cluster-Analyse genutzt wird, sondern ein
Wert, der die Modellabweichung ausdriickt und dabei nicht die Abweichungen zu
den schnelleren Aufrufen vernachléssigt.
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